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Resumen

En el presente trabajo se utilizan identificadores, basados en redes neuronales
artificiales, para caracterizar el comportamiento complejo que se presenta en sistemas
dindmicos no-lineales continuos en el tiempo. La caracterizacion enfatiza la prediccién
de soluciones a largo plazo, para un entendimiento global del comportamiento presente
en las observaciones.

En primer lugar se aplicaron dos diferentes metodologias de identificacién para
caracterizar un escenario de bifurcaciones en dos parametros. Los datos para la
identificacion se tomaron de experimentos de la oxidacién galvanostatica de hidrégeno,
y consistieron de mediciones de una sola variable de estado (potencial) a diferentes
condiciones de corriente y concentracién de iones cloro. Bajo esas condiciones, el
sistema presenta comportamiento dinamico altamente no-lineal del tipo denominado
oscilaciones de modo mixto. La primera de las metodologias, consistié en discretizar
los datos experimentales para construir un modelo dinamico discreto unidimensional.
La segunda, consisti6 en procesar las series originales a través de una red neuronal para

extraer sus componentes principales no lineales. Con estos componentes principales



Resumen

se construy6 un modelo dinamico continuo tridimensional. En ambos casos, después
de construir los modelos, se caracteriz6 el comportamiento dinamico en escenarios de
bifurcaciones de dos parametros.

También se desarrolld una metodologia, basada en redes neuronales artificiales,
para la identificacion de sistemas con variaciones espacio-temporales. El identificador
se obtuvo al acoplar una red neuronal artificial con esquemas de discretizaci6n espacial
(diferencias finitas) para después incrustarlo en un esquema de integracién numérica.
Se present6 el desarrollo matematico del identificador y de sus derivadas para el caso
del integrador de Runge-Kutta. Este procedimiento es la primera vez que se aplica con
redes neuronales. La metodologia fue probada con datos simulados de una ecuacion
diferencial parcial unidimensional y unidireccional, en condiciones donde se presenta
comportamiento dinamico del tipo denominado ondas viajeras con multiplicidad de

soluciones.

Dirigida por:

Dr. Ramiro Rico Martinez
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1. Introducciéon

Los sistemas fisico-quimicos que se encuentran lejos del equilibrio (termodinamico,
mecénico, etc.) exhiben comportamientos que dependen de la evolucién del tiem-
po. Este tipo de sistemas se denominan sistemas dinamicos. Con frecuencia se
encuentra que dichos sistemas son altamente no-lineales por lo que pueden exhibir
comportamientos muy complicados. Dichos comportamientos van desde estructuras
regulares hasta aquellas que aparentemente carecen de regularidad en el dominio
espacio-temporal. En teorfa, todos los procesos reales involucran variaciones.espacio-
temporales (en mayor o menor escala). Existe gran variedad de procesos en la litera-
tura de ingenieria quimica, que exhiben estas variaciones debido a su caracter inhe-
rentemente no-lineal. Como ejemplo se pueden mencionar los siguientes: reacciones
electroquimicas en electrodos rotativos, procesos cataliticos, reactores tubulares, re-
actores de lecho empacado, operaciones de secado. etc.

Los procesos con variaciones espacio-temporales son conocidos como sistemas de
parametros distribuidos y pueden ser modelados por medio de ecuaciones diferencia-
les parciales, mientras que aquellos que sélo experimentan variaciones temporales se
conocen como sistemas de parametros agrupados vy seran modelados con ecuaciones

diferenciales ordinarias. Sin embargo, cuando la respuesta espacial es despreciable, las
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aproximaciones tradicionales para la modelacion de sistemas de parametros distribui-
dos involucran simplificaciones que desatienden la respuesta espacial, centrandose s6lo
en la respuesta temporal, dando como resultado sistemas de parametros agrupados.

En sistemas que presentan comportamiento dinamico suave o moderado, las apro-
ximaciones basadas en principios basicos (balances de materia y energia, etc.) son
generalmente exitosas en la reproduccién de las observaciones experimentales. Sin
embargo, muchos de los sistemas reales presentan comportamiento dindmico comple-
jo atn cuando se permita despreciar la dependencia espacial. Estos comportamientos,
en ocasiones, son manifestados en forma de oscilaciones de modo mixto, ondas viajeras
o como comportamiento caético. Las oscilaciones de modo mixto son oscilaciones al-
ternantes (regulares) de pequena y gran amplitud; las ondas viajeras se presentan
como comportamiento oscilatorio espacio-temporal; y el comportamiento cadtico es
caracterizado por una aparente falta de regularidad en su respuesta dindmica. Para
estos sistemas con dindmica compleja, la modelacién basada en principios fundamen-
tales puede resultar tediosa, complicada, ofrecer muy pobres capacidades predictivas
y en la mayoria de las veces no se dispone de soluciones exactas. Es por eso que
surge la necesidad de implementacién de nuevas técnicas para la identificacion de
tales sistemas.

En ausencia de modelos confiables y tratables, basados en principios basicos, los
modelos empiricos son los sustitutos ideales en la simulacién. Dentro de este género,
en los tltimos afios, han destacado los modelos basados en redes neuronales artificiales.
Dichos modelos han llegado a ser una herramienta de gran valor para el procesamiento
de series de tiempo y la identificacién de sistemas, siendo poderosas herramientas para

el entendimiento cualitativo del comportamiento dindmico y de la dependencia de los
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parametros de operacién. Estas aproximaciones estan limitadas en el sentido de que
son modelos de caja negra para los cuales el conocimiento parcial del sistema fisico

fundamental no puede ser incorporado.

1.1 Objetivo

El objetivo general del trabajo es mostrar la capacidad que tienen los modelos em-
piricos, basados en redes neuronales artificiales, para capturar el comportamiento de
largo plazo (atractores), tanto en el espacio-fase como en el espacio extendido de
parametros, en los sistemas que presentan comportamiento dinamico complejo.

El objetivo general es alcanzado con los siguientes objetivos particulares:

1. Caracterizar el escenario de bifurcaciones, en dos parametros, presente en los

datos experimentales de la oxidacién galvanéstética de hidrogeno.

9. Caracterizar el escenario de soluciones miiltiples, en el espacio-fase (no hay

parametros), de un proceso espacio-temporal simulado numéricamente.

1.2 Organizacion del trabajo

Se presentan tres alternativas para la identificacion de los sistemas dinadmicos. La
primera de ellas es un modelo discreto para la identificacion de un proceso con-
tinuo real de parametros agrupados que presenta comportamiento del denominado
oscilaciones de modo mixto. El modelo construido es apropiado para caracterizar el
escenario de transiciones en dos parametros del proceso real, aunque presenta algunas

limitaciones. La segunda alternativa es un modelo continuo (conjunto de ecuaciones
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diferenciales ordinarias) utilizado para la identificacién del mismo sistema real de la
alternativa anterior. Esta alternativa requiere procesar la informacion del sistema
real mediante una red neuronal para extraer las principales caracteristicas dindmicas
por descomposicién en componentes principales no-lineales, y después desarrollar una
metodologia de redes neuronales incrustadas en un esquema de integraciéon numérica
para lograr la identificacion. Al aplicar estos dos procedimientos de caracterizacion
independientes, al mismo proceso, puede dar una base para corroborar los resulta-
dos. La tercera de las alternativas es un modelo continuo con variaciones espacio-
temporales. Este modelo es utilizado para la identificacién de un proceso simulado
por una ecuacion diferencial parcial (la Ecuaciéon de Kuramoto-Sivashinsky). Esta
alternativa involucra desarrollar una metodologia de redes neuronales acopladas con
técnicas de discretizacion espacial y esquemas de integracion numérica.

En el Capitulo 2 se presenta una breve introduccion a los principios que sustentan
el estudio de sistemas dindmicos y las redes neuronales artificiales. En el Capitulo 3 se
desarrolla la teoria aplicada en la identificaci6n de sistemas dinamicos con el uso de las
redes neuronales artificiales. En el Capitulo 4 se muestran los resultados obtenidos en
la identificacion y caracterizacion de un sistema real que presenta comportamiento del
denominado oscilaciones de modo mixto. La identificaciéon se presenta en dos formas
diferentes: como mapas de préximo minimo y como un conjunto de ecuaciones dife-
renciales ordinarias. En el Capitulo 5 se presentan los resultados en la identificacion
de un sistema continuo simulado que presenta comportamiento espacio-temporal del
tipo denominado ondas viajeras. Finalmente, en el Capitulo 6 se presentan algunas
conclusiones y se ofrece una perspectiva del posible trabajo futuro relacionado con

los topicos descritos.




2. Antecedentes

2.1 Sistemas Dindmicos

Aqui se presentan algunas definiciones, en un sentido cualitativo, de la teoria de sis-
temas dinamicos. Demostraciones rigurosas de tales definiciones se pueden encontrar
en la siguiente literatura {64, 15].

Un sistema dindmico (SD) puede ser definido como aquel en el cual una o varias
de sus variables dependen, en su respuesta, de la evolucién del tiempo. Dicho sis-
tema puede ser representado de dos formas. La primera de ellas es como un sistema

dindmico discreto o mapa:

Ui = g(Uy 1) (2.1)

y la segunda forma es como un sistema dindmico continuo o conjunto de Ecuaciones

Diferenciales Ordinarias (EDOs):

dU
- = f(Usn) (2.2)

en estos sistemas U representa al vector de variables dependientes o variables de

estado, p representa un vector de pardmetros del sistema y ¢ representa a la variable
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independiente que en la Ecuacién 2.1 se le conoce como iteracidn y en la Ecuacion 2.2
se le da el nombre de tiempo. Las funciones del lado derecho [g(-) v f(-)] son, en
general, funciones vectoriales no-lineales de las variables involucradas. Sig(-)y f(-) no
dependen explicitamente de ¢, a los SDs que representan se les conoce como Sistemas

Auténomos.

2.1.1 Solucion de un SD

Para resolver un sistema dinamico (discreto o continuo) se requiere de conocer la forma
de 1a funcién del lado derecho [g(-) o f(-)], un vector de valores de parametros (p) y
un vector de valores iniciales de la variable de estado [U;— = Up 0 U(t = 0) = U(0)].

Resolver el sistema de la Ecuacion 2.1 involucra evaluar g(-) y asignar el resultado
a la variable U;;, (U;); después el valor de U; se toma para evaluar nuevamente
la funcién g(-) y el resultado se asigna a U,. Este procedimiento se repite cuantas
veces sea necesario hasta completar un nimero determinado de vectores de estado
(Up, Uy, Uy, ... ). Sin embargo, resolver un sistema continuo (Ecuacién 2.2) no resul-
ta tan directo como el resolver un sistema discreto (Ecuacién 2.1). La solucién de los
sistemas continuos involucra incrustarlos dentro de un esquema de integracién. En los
sistemas continuos simples (una o a lo sumo dos variables dependientes y funcion f(-)
lineal) se puede disponer de una solucién analitica de la forma: U = U((u(o0), s, t),
pero muchos de los sistemas continuos practicos son en realidad multivariables y no-
lineales, por lo cual requieren para su solucion de técnicas de integracion numeérica.
Las técnicas de integracion numérica son, en general, una transformacion de un sis-

tema de tiempo continuo a un sistema de tiempo discreto, el cual puede ser iterado de

la misma forma que se hace con el mapa. Dicha transformacion es s6lo un mecanismo
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Figura 2.1: Ilustracidn grifica de Series de tiempo y Espacio-Fase.

para resolver el sistema continuo, la cual (aunque discreta) sigue preservando todas
las propiedades dinamicas del sistema continuo.

Durante la resolucion de un sistema dindmico, sus parametros (4) no cambian. Sin
embargo, son de mucha importancia cuando se piensa en caracterizar los diferentes
comportamientos del sistema (para esto dirigirse a la Seccién 2.1.3).

El conjunto de valores que se generan al resolver las Ecuaciones 2.1 6 2.2, ge-
neralmente se le conoce como serie de tiempo, debido a que se puede representar
en una grafica U contra ¢. Sin embargo, en el estudio de sistemas dinamicos es
méas conveniente representar estos datos en una grafica que contenga tnicamente
variables de estado a la cual se le denomina diagrama (o retrato) espacio-fase. Los
diagramas espacio-fase son una manera clara y compacta de representar la dinamica
de un sistema, por lo cual seran los diagramas de eleccion en el presente trabajo.

Estos conceptos son mostrados en la Figura 2.1.

~1



Antecedentes 2.1 Sistemas Dinamicos

La solucién de un sistema dinamico, representada en un diagrama de espacio-fase,
forma curvas que se denominan trayectorias. Si el sistema dinadmico es iterado infini-
tamente (el tiempo tiende a infinito), la trayectoria formada puede llegar a converger
hacia un punto, el cual se conoce como punto fijo o estado estacionario. Los puntos
fijos de un sistema dindmico pueden calcularse a partir de las Ecuaciones 2.1 6 2.2

resolviendo para U las siguientes ecuaciones algebraicas:

U-gUp) =0 (2.3)

f(T;p) =0 (2.4)

donde U representa el vector de cordenadas del punto fijo. Sin embargo, cuando un SD
se itera infinitamente (hasta un nimero de iteraciones muy grande), no solamente se
puede converger hacia puntos fijos, sino que también se puede converger a otras formas
geométricas mas complejas, por ejemplo trayectorias cerradas (drbitas periddicas) o
trayectorias cadticas. Las soluciones en las que se involucra iterar el sistema hasta el
infinito (suponiendo que existe el infinito), también se denominan soluciones a largo
plazo, mientras que las soluciones en las que se involucra un lapso de tiempo corto
(una pocas iteraciones) se les denomina soluciones a corto plazo. En la Figura 2.2 se
presentan algunos de estos conceptos.

Las soluciones a largo plazo pueden ser clasificadas en dos categorias: las esta-
bles y las inestables. Un punto fijo es estable si el SD, comenzando cerca del punto,
se itera hacia el infinito positivo y su trayectoria converge hacia dicho punto fijo.

Por otro lado, el punto fijo es inestable si el SD, comenzando cerca del punto, se
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Figura 2.2: Algunos comportamientos que se pueden encontrar en el estudio de
sistemas dindmicos.
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itera hacia el infinito positivo y la trayectoria se aleja de dicho punto fijo!. Este
mismo criterio puede ser aplicado a las 6rbitas periédicas para determinar su esta-
bilidad. Metodologias mas estrictas para la deteccion de estabilidad en soluciones
a largo plazo se pueden encontrar en [64, 15]. En un SD pueden coexistir a la vez
diferentes soluciones a largo plazo, es decir, combinaciones de puntos fijos (estables
y/o inestables) con soluciones periodicas (estables y/o inestables) y soluciones cadti-
cas (caracterizadas por su aparente falta de regularidad, Figuras 2.2c y d). Cabe
mencionar que en los sistemas dinamicos reales solo es posible detectar las soluciones
estables, debido a que en dichos sistemas el tiempo siempre evoluciona hacia adelante.
En el campo de SDs, a las soluciones estables a largo plazo también se les denomina
atractores.

El comportamiento oscilatorio (Figura 2.3) es la representacion del comportamien-
to periédico en diagramas de series de tiempo. Una manifestacién especial de este
comportamiento, son las llamadas Oscilaciones de Modo Mizto (OMMs). Las OMMs
son formas de ondas que consisten de excursiones alternantes de pequena y gran am-
plitud, y su comportamiento en el espacio-fase se manifiesta como érbitas de periodo
multiple (Figura 2.3). En teoria de sistemas, este comportamiento se ha clasifica-
do como de alta complejidad. En sistemas de tiempo continuo el comportamiento de
OMMs (ver la Figura 2.3) se presentara cuando el sistema sea no-lineal y la dimensién
del espacio-fase sea al menos tres, ademas de que existan las condiciones necesarias
para el comportamiento periédico. En el caso de los sistemas discretos (mapas), el
comportamiento de OMMs se puede presentar para cualquier sistema (la dimension

puede ser uno) siempre y cuando sea no-lineal e invertible (homeo-mdrfico). Los esta-

10tra forma es iterar hacia el infinito negativo y si la trayectoria se acerca al punto fijo. entonces
es inestable.
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dos de OMMs se simbolizan L5, es decir, L oscilaciones de amplitud grande seguidas
por S oscilaciones de amplitud pequena. Por ejemplo, en la Figura 2.3 se tienen las

siguientes OMMs: (a) 1°, (b) 1!, (c) 1%y (d) (11)%

2.1.2 Reduccion de un sistema de tiempo continuo a uno de tiempo

discreto

La idea de reducir un sistema de tiempo continuo para ser estudiado como un sistema
de tiempo discreto asociado, fue sugerida por Poincaré en 1899. La metodologia
consiste en transformar un sistema continuo en un sistema discreto, el cual preserva la
dinamica fundamental del sistema continuo original, pero con todas las propiedades
de un sistema discreto (no confundir con la integracién de sistemas continuos del
apartado anterior). Dicha transformacién resulta muy itil en el estudio de sistemas
continuos cuando las trayectorias son cercanas a 6rbitas periédicas o cuasiperiddicas
(por ejemplo oscilaciones de modo mixto). La metodologia permite la reduccién de
la dimensi6n del sistema, ya que su construccién involucra la eliminacién de al menos
una variable de estado; permite el estudio de la dinamica global de sistemas hasta
de 4 variables; da claridad conceptual, ya que muchos detalles pueden ser aclarados
facilmente con el mapa asociado; y se obtiene una reduccién substancial en el niamero
de datos. Sin embargo, son incapaces de capturar el comportamiento asociado a
la presencia de puntos fijos del sistema continuo, tampoco ofrecen detalles de las
trayectorias entre puntos del mapeo, ni sobre la duracion de los periodos.

Dentro de esta metodologia se encuentran el Mapa de Poincaré (MP) y el Mapa
de Prézimo Mdzimo/Minimo (MPM). La construccién del MP involucra un pro-

cedimiento sencillo v para explicarlo se supone que se tiene un sistema dindmico

11
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Figura 2.3: Comportamiento Oscilatorio en el espacio-fase y en series de tiempo.
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tridimensional. En primer lugar se selecciona una superficie bidimensional (dentro
del espacio-fase) que sea por todos lados transversal a las trayectorias cercanas a
orbitas periédicas. Después se elige una direccién de mapeo, es decir, los puntos de
cruce donde la trayectoria y el vector normal a la superficie cumplen con la condicion:
f(U) -n(U) > 0. Por ultimo se procede a recolectar los puntos del mapa que cumplen
las condiciones anteriores. Este procedimiento se ejemplifica en la Figura 2.4.

Por su parte, la construccion del MPM también es simple, para ello se requiere
escoger solo una variable de estado de “interés” (en el caso experimental se trata de
una variable medible), de la cual se obtienen los maximos (o minimos) con respecto de
su evolucién dinamica a través del tiempo (un conjunto de datos discretos), por lo que
el mapa sera unidimensional. Una representacion grafica se puede obtener colocando
el méximo (o minimo) “actual” en el eje de las abscisas y el “préximo” maximo (o
minimo) en el eje de las ordenadas, de aqui el nombre de “mapas del préximo maximo
(o minimo)”. Este procedimiento se ejemplifica en la Figura 2.5. En la practica los
MPMs son ttiles cuando se desea estudiar un sistema real que tiene variables dificiles
de medir o su medicién resulta no costeable.

En cualquier caso (MP o MPM), la periodicidad de la 6rbita continua correspon-
diente puede determinarse a partir del namero de puntos en el mapa. Es decir, un
atractor constituido por un punto (en el MPM) representa una érbita de periodo uno
semejante a la presentada en la Figura 2.3a, un atractor formado por dos puntos
representa una orbita de periodo dos (semejante a la Figura 2.3b), etc. Los mapas
asociados a orbitas cadticas aparecen estratificados, tienen dimensidn fractal (no en-
tera), y son referidos como atractores extrarios [12, 40, 57] (un ejemplo de atractor

extrafio se puede observar en la Figura 2.2d).
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Figura 2.4: Construccidn de los Mapas de Poincaré. En (a) se escoge una seccion
transversa a la trayectoria; en (b) se elige una direccion de mapeo donde se cumpla:
f(U) -n(U) > 0; y en (c) se recolectan los puntos del mapa.
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Figura 2.5: Construccion de los Mapas de Prozimo Minimo. En (a) se toman dos
valores minimos consecutivos y se colocan como un punto del espacio min( U)progimo-
min(U)actuat; €n (b) se toman los dos siguientes minimos y se colocan como un seqgundo
punto en el mapa de proTimos minimos; y en (c) se presenta una grdfica completa de

un MPM.
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92 1.9 Caracterizacién de Sistemas: Diagramas de Bifurcaciones

En apartados anteriores se han descrito los tipos de comportamiento de los SDs
cuando los parametros de operacién se mantienen fijos. Ahora se estudiara el efecto
sobre las soluciones de dichos sistemas cuando los parametros son modificados.

El término bifurcacidn se ha usado ampliamente para describir los cambios cuali-
tativos significantes que ocurren sobre la estructura de las soluciones (a corto y largo
plazo) en un sistema, cuando se modifican los parametros de operacién. Para su
estudio, las bifurcaciones se han clasificado en dos grupos: locales y globales. La
teoria de bifurcaciones locales se enfoca en los cambios estructurales que se generan
en los puntos fijos de SDs o en situaciones donde el problema puede ser proyectado
a esta forma (construcciéon de mapas a partir de EDOs). Mientras que la teorfa de
bifurcaciones globales se basa no sélo en los cambios estructurales de puntos fijos, sino
también en todos los cambios que ocurren en una regiéon extendida (con respecto de
los puntos fijos) en el espacio-fase. En ambos casos, los cambios se presentan cuan-
do los parametros de operacion son modificados. En el presente trabajo se tratard
solamente con bifurcaciones locales.

Los diagramas de bifurcaciones (locales) son itiles para representar y entender de
una manera clara y compacta la dindmica a largo plazo de un sistema. Cuando se
grafica la localizacion de los puntos fijos (ﬁ) de un SD en funcién de un parametro
u (en el espacio U- 1) se obtiene una grafica como la mostrada en la Figura 2.6,
la cual consta de varias lineas (solidas, discontinua o punteadas) que se denominan
ramas de puntos fijos o ramas de drbitas periddicas.

La Figura 2.6 muestra varios puntos (a, b, c, d, ey f) en los que el comportamiento

es cualitativamente diferente (sobre las ramas) en ambos lados de dichos puntos, a
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Rama de Puntos Inestables ~=~~
Rama de Orbitas Periédicas ®®®
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zona de
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n

Figura 2.6: Diagrama de Bifurcacidn en un parametro. Las lineas sdlidas repre-
sentan ramas de puntos fijos estables; las lineas discontinuas, ramas de puntos fijos
inestables; los circulos, ramas de drbitas periddicas; y los cuadros sombreados, puntos
de bifurcacion.

ellos se les denomina Puntos de Bifurcacién v la grafica total se llama Diagrama
de Bifurcacion de un Pardmetro. En esta figura s6lo se presentan los puntos de
bifurcacién local mas comunes en el estudio de sistemas dinamicos, los cuales se
describen a continuacion. El punto donde se cruzan dos ramas de puntos fijos y una
de ellas pierde estabilidad mientras que la otra la gana (punto a), se le conoce como
bifurcacion transcritica; el punto donde regresa una rama de puntos fijos perdiendo o
ganando estabilidad (puntos by c), se le conoce como bifurcacion nodo-punto de silla;
y el punto donde una rama de puntos fijos se expande en tres diferentes ramas (punto
f), se le conoce como bifurcacion de horquilla (sistemas continuos) o bifurcacion de
doble periodo (mapas). La region comprendida entre valores del parametro de dos
bifurcaciones nodo-punto de silla contiguas se le conoce como region de histéresis.

En estas regiones puede observarse la coexistencia de diferentes estados estacionarios

(multiplicidad de estados).
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En sistemas dinamicos continuos con dos o mas dimensiones, ademéas de puntos
fijos, se puede presentar el comportamiento peridédico. Dicho comportamiento puede
ser representado en los diagramas de bifurcacién por un solo punto de la érbita (por
ejemplo el valor maximo del estado U1), ya que es dificil representar la 6rbita comple-
ta. Los puntos de bifurcacion d y e de la Figura 2.6 se conocen como bifurcaciones de
Hopf y representa la transicion de una rama de puntos fijos a una rama de soluciones
periédicas. La rama de soluciones periédicas es representada por medio de circulos,
y como en el caso de los puntos fijos aqui también se presentan las bifurcaciones de
doble periodo y nodo-punto de silla (aunque no se muestran en la figura). Existen
muchos otros tipos de bifurcaciones locales (de puntos fijos y 6rbitas periodicas), asi
como globales, que presentan estructuras mas complicadas, los cuales estan fuera del
alcance del presente trabajo, por lo que no seran discutidas aqui. Para una explicacion
de dichas bifurcaciones se recomienda la literatura citada anteriormente [64, 15].

Un diagrama de bifurcacion de dos (o tres) parametros es construido al graficar
la localizacién de los puntos de bifurcacién (tales como a, b, ¢, d, e y f del ejemplo
anterior) en el espacio bidimensional (o tridimensional) de parametros u; — p2 (—pa).

Esto solo es posible cuando el sistema tiene mas de un pardmetro de operacion.

2.1.4 Andlisis de OMMs

El comportamiento de OMMs es un fenémeno muy complejo, que en la actualidad
sigue siendo un tépico de investigacion activo, ya que no se han encontrado los me-
canismos principales que lo originan. Inicialmente, los estudios de este fenémeno se
basaban principalmente en las observaciones experimentales (ver por ejemplo [21]).

En recientes afios ha aumentado el interés en el estudio de este fenémeno. lo que
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ha generado que se propongan diferentes modelos matematicos para explicarlo. Sin
embargo, es dificil encontrar modelos, basados en principios béasicos, que capturen
cuantitativamente la dinadmica experimental.

En el contexto de bifurcaciones, se sabe que las OMMs son el resultado de la inte-
raccién de bifurcaciones locales (doble periodo y nodo-punto de silla) con bifurcaciones
globales (intermitencia). Una discusion de las bifurcaciones globales de intermitencia
esta mas alla de los alcances de este trabajo (para una discusién de este topico ver
[64, 15]).

Maselco y Swinney [39] organizaron de una manera compacta la secuencia de ob-
servaciones en OMMs. Mostraron que el ordenamiento entre los diferentes estados
de OMMs, en un diagrama de bifurcaciones, pueden ser arreglados de acuerdo a la
aritmética de Farey®. Por ejemplo, si se tienen los estados de OMMs 1' y 1° (relacién
de Farey % =1y % = 00) en valores del parametro de operacién p; y Hoo respecti-
vamente (donde u; < fioo), €Ntonces se puede encontrar una OMMs con relacién de
Farey %i—} = 2 (por ejemplo 2') en un valor del pardmetro de operacion pp donde
[ < pa < poo- Barkley [4] investigo el fenémeno en diagramas de bifurcacion de un
pardmetro con un modelo del sistema de Belousov-Zhabotinskii. Albahadily y col. (1]
trabajaron con observaciones experimentales y encontraron que la transicion a OMMs,
inicia con “un estado de OMM muy cercano al estado 19”. Posteriormente, Ringland
y col. [48] estudiaron un mapa unidimensional con dos parametros de operacién y
encontraron que los estados de OMMs “entran” por una bifurcacién de nodo-punto
de silla (via intermitencia I) y “salen” por una cascada de bifurcaciones de doble pe-

riodo. Ademas, asociaron el fenémeno con un escenario complejo de bifurcaciones en

2La suma Farey de los nimeros naturales & + L2 esta dada por Ltz
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dos parametros de operacion.

Koper y Gaspard [28] propusieron un modelo de reaccién en un electrodo rotativo,
basado en principios basicos, que ayudé al entendimiento cualitativo de las transi-
ciones observadas en la electrodisoluciéon de cobre. Con este modelo se obtuvieron
escenarios de bifurcacion muy parecidos a los presentados por Ringland y col. [48], sin
embargo, sélo existia concordancia cualitativa con las observaciones experimentales.

Las OMMs en la oxidacién galvanostatica de hidrogeno, fueron estudiadas por vez
primera por Horanyi y Visy [21], quienes propusieron un mecanismo intuitivo para
explicar el fenémeno, describiendo los diferentes pasos durante una oscilacién. Esta
idea fue tomada por K. Krischer y col. [31, 33, 65], quienes encontraron que la presen-
cia de aniones en la reaccién es trascendental para la ocurrencia de las OMMs. Con
estas ideas, ellos han propuesto un modelo matematico, basado en principios basicos,
que predice la ocurrencia de OMMSs. Dichas oscilaciones se presentan en valores de
los parametros de operacion diferentes a los valores presentados experimentalmente.

Los modelos, basados en redes neuronales, también se han utilizado para estudiar

el fenomeno de OMMs, sin embargo este topico sera tratado en la siguiente seccion.

2.2 Redes Neuronales Artificiales

Las Redes Neuronales Artificiales (RNAs) son estructuras de modelo que surgieron
como resultado del interés en la modelacién de sistemas nerviosos [41]. Dichos mo-
délos se han convertido en los dltimos anos en una herramienta de gran valor para
el procesamiento de series de tiempo experimentales, reconocimiento de formas o pa-
trones, codificacion. clasificacién, control, optimizacién, la identificacidn de sistemas

no-lineales v muchas otras ramas del conocimiento. Las RNAs se han empleado en
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la construccién de modelos dinamicos discretos (mapas comunes en la literatura de
control de procesos) o continuos (conjunto de EDOs).

Las RNAs se pueden definir como una coleccién de unidades (neuronas o nodos)
que se comunican entre si por medio de conexiones (denominadas arones), tal como
se ejemplifica en la Figura 2.7. De esta forma, las RNAs se agrupan en capas, de las
cuales se distinguen tres tipos: capa de entrada, capas ocultas y capa de salida. La
capa de entrada es donde se recibe la informacién; en las capas ocultas se procesa la

informacion, y en la capa de salida se obtiene la respuesta de la red.

2.2.1 Resenia historica

Las primeras aplicaciones tedricas sobre el cerebro y el pensamiento fueron dadas por
algunos filosofos griegos, como Platon (427-347 a.C.) y Aristételes (384-422 a.C.), y
mas tarde fueron mantenidas por Descartes (1596-1650) y los filosofos empiristas del
siglo XVIIIL.

Sin embargo, no fue hasta 1936 cuando Alan Turing se intereso6 en estudiar el cere-
bro como una forma de ver el mundo de la computacién. Para 1943, W. McCulloc
y W. Pitts [41], a quienes se les atribuyen los fundamentos de las RNAs, lanzaron
una teoria acerca de la forma de trabajar de las neuronas (modelaron una red sim-
ple mediante circuitos eléctricos). En 1949, D. Hebb [17] escribi6 un libro en el que
se establece una conexién entre psicologia y fisiologia. Fue hasta 1957 cuando F.
Rosenblatt [49] desarroll6 la mas antigua RNA (el Perceptron). La més importante
ca.racteristica de esta red es su capacidad de generalizar, sin embargo, tenia la desven-
taja de no poder clasificar clases no-separables linealmente. En 1959, B. Widrow y

M. Hoff [63] desarrollaron el modelo ADALINE (ADAptative LINear Elements). Esta
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fue la primera RNA aplicada a un problema real (filtros adaptativos para eliminar
ecos en las lineas telefénicas) y se ha usado comercialmente durante varias décadas.
En 1967, S. Grossberg [14] (uno de los mayores investigadores de las RNAs) creo
una red (Avalancha) consistente en elementos discretos con actividad que varia con
el tiempo, para resolver actividades tales como reconocimiento continuo del habla y
aprendizaje del movimiento de los brazos de un robot.

En 1969 surgieron numerosas criticas a las RNAs, las cuales paralizaron las inves-
tigaciones en este campo hasta 1982, por lo que muchas de las investigaciones dieron
un giro hacia la inteligencia artificial, que prometia mas por aquel entonces. M. Min-
sky y S. Papert [42] publicaron un libro (Perceptrons) en el que consideraban que
la extension a Perceptrones multinivel (el Perceptrén original sélo posefa una capa)
era completamente estéril. Las limitaciones del Perceptrén eran importantes, sobre
todo su incapacidad para resolver muchos problemas interesantes y sencillos. A pesar
del rumbo que tomaron las investigaciones, durante esos afios hubo algunos traba-
jos importantes en las investigaciones de RNAs, de los cuales se puede mencionar la
tesis doctoral de P. Werbos [62]. En su trabajo doctoral, Werbos propone la regla
DELTA para el calculo de derivadas en el entrenamiento de RNAs. La regla DELTA
pasé desapercibida, y fue hasta 1986 cuando fue redescubierta por D. Rumelhart y
col. [50] (a quienes se les atribuye el mérito de este descubrimiento).

En 1982, coincidieron varios eventos que hicieron resurgir el interés por las in-
vestigaciones en RNAs, desde ese entonces las investigaciones en RNAs han crecido
exponencialmente. En ese afio, J. Hopfield [20] present6 su trabajo sobre RNAs
en la Academia Nacional de Ciencias. En el trabajo, describe con claridad y rigor

matematico una RNA a la que le ha dado su nombre, la cual es una variacioén del

21



Antecedentes 2.2 Redes Neuronales Artificiales

Asociador Lineal (propuesto en 1977 por J. Anderson y col. [2]). Ademas, en 1982 se
celebro la U.S.-Japan Joint Conference on Cooperative/Competitive Neural Networks.
Siguiendo al trabajo de Hopfield, G. E. Hinton y col. [19] desarrollaron los modelos
de RNAs llamados Mdquinas de Boltzman, los cuales fueron usados por primera vez
para resolver problemas de clasificar clases no-separables linealmente. De cualquier
manera, el aprendizaje de las Maquinas de Boltzman es muy lento. En 1986, D.
Rumelhart y col. [50] redescubrieron el mucho mas rapido algoritmo Backpropagation
(propagacion hacia atras) o regla DELTA. Desde entonces, este algoritmo, ha sido la
eleccion para el entrenamiento en las investigaciones de RNAs.

A partir del resurgimiento de las RNAs, se han publicado muchos trabajos en
los que se muestran sus diferentes capacidades como identificadores. Cybenko [7]
realizé un estudio matematico riguroso y encontré que cualquier funcién arbitraria
(y sus derivadas) puede ser aproximada usando RNAs con bastantes neuronas. Hor-
nick y col. [22] y Irie y Miyake [24], en sus respectivos trabajos, demostraron que
las RNAs tienen caracteristicas de aproximadores universales. Lapedes y Farber [38]
demostraron que una clase de RNAs pueden ser exitosamente usadas para construir
modelos dindmicos con excelentes cualidades predictivas (principalmente para predic-
ciones a corto plazo), atin en presencia de comportamiento caético (deterministico).
En un libro publicado por Weigend y Gershenfeld [61], destacan la capacidad de
prediccion de las RNAs en series de tiempo cadticas obtenidas de diferentes disci-
plinas de trabajo. También, se muestra que una red buena para predicciones a largo
plazo, puede no serlo para predicciones a corto plazo, y viceversa.

En la identificacion de sistemas dindmicos, continuos en el tiempo, han mostrado

ser exitosas muchas arquitecturas de RNAs, al ser aplicadas en forma de modelos de
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tiempo discreto. Por ejemplo, se pueden mencionar las RNAs de alimentaciéon hacia
adelante presentadas por Lapedes y Farber [38]; las de base radial presentadas por
Wasserman [60]; o bien, las redes recurrentes presentadas por Su y McAvoy [54} y
Tsung y Cottrell [58].

Sin embargo, las aproximaciones de tiempo continuo, para modelar sistemas con-
tinuos, no han gozado de tanta atencién como su contraparte discreta. Chu y
Shoureshi [6] usaron modelos continuos con técnicas de integracién muy simples,
para la identificacién de sistemas de tiempo continuo. You y Nikolaou [67] explotaron
las propiedades de las redes recurrentes para construir modelos continuos a partir de
datos experimentales.

Rico-Marinez y col. [47, 45] han utilizado modelos, basados en RNAs, encaminados
hacia la caracterizacion de transiciones (bifurcaciones) en un pardmetro de operacion.
Ellos han utilizado tanto modelos continuos como discretos para tales fines. También
han demostrado que las aproximaciones discretas tradicionales, para identificacion de
sistemas continuos, son inapropiadas para fines de caracterizacion.

Las investigaciones en identificacion de sistemas espacio-temporales, en su mayo-
ria, se han centrado en modelos polinomiales. En pocos trabajos se han utilizado
las redes neuronales para identificar dichos sisistemas. Por ejemplo, K. Krischer y
col. [34] construyeron un modelo para identificar una reaccion catalitica con varia-
ciones espacio-temporales (la oxidacion de CO sobre Pt(110)). Sus observaciones
consistieron de imagenes de la superficie catalitica a diferentes instantes én el tiempo,
las cuales fueron digitalizadas. Ellos no usaron los datos digitalizados para modelar
el sistema por ecuaciones diferenciales parciales. Procesaron los datos por medio de

técnicas estadisticas (expansion de Karhunen-Loéve) para reducir la dimensionalidad
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del sistema a so6lo 4 coeficientes. Dichos coeficientes, fueron usados para identificar
el sistema de diferentes maneras, con modelos basados en RNAs. Recientemente,
Lagaris y col. [36] presentaron un trabajo en el que utilizan las RNAs para resolver

EDPs (se requiere conocer la EDP).

2929 Funcionamiento de las RNAs

La construccion de una RNA implica escoger los siguientes elementos: una estructura
de red (nimero de capas y nodos por capa); se debe proponer una regla de activacion
(como combinar las entradas de cada una de las neuronas para producir su salida);
un patron de conectividad (como se conectan las neuronas entre ellas y la direccién en
la cual fluye la informacién), y una regla de aprendizaje o entrenamiento (como actu-
alizar los parametros). Para los problemas de identificacion, la regla de aprendizaje
es el resultado de la minimizacién del error entre los valores observados y predichos
por las salidas de la red (minimos cuadrados). Mientras que, la estructura, la regla
de activacion y los patrones de conectividad se basan en una seleccion empirica.

Para entender la forma en que trabajan las RNAs [37] se tomara como base la
estructura mostrada en la Figura 2.7. Esta figura muestra una red tipica de ali-
mentacion hacia adelante con dos capas ocultas. En esta arquitectura, las neuronas
en alguna capa dada reciben como entradas las salidas de todas la neuronas en la
capa de abajo. En el esquema, el resultado (salida) que arroja la j-ésima neurona en
la i-ésima capa es denotada como V;;, el numero de neuronas en la capa i-ésima es
denotado como n; y el nimero de capas es m (para el caso de la Figura 2.7 se tiene
m = 4).

El proceso para producir la salida de una neurona es esquematizado en la Figu-
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capa de salida

capa de entrada

Figura 2.7: Estructura bdsica de una red neuronal artificial. Las neuronas de alguna
capa deben estar completamente interconectadas con las otras, aunque en la figura sdlo
se muestran unas cuantas CONETLONes.

ra 2.8. Para los propositos de calculo, las conexiones entre dos neuronas son repre-
sentadas mateméaticamente por medio de los pesos W. De esta manera, W es el
peso (conexién en forma grafica) entre la j-ésima neurona de la i-ésima capa con la
k-ésima neurona de la (i — 1)-ésima capa. Para producir la salida de la neurona j
en la capa i (V;;), primero se hace la sumatoria de las salidas de cada neurona en la
capa 1 — 1 multiplicada por su correspondiente peso que conecta con la neurona ij, a
esta sumatoria se le adiciona un parametro ©, llamado umbral, que va asociado con

la neurona ij, el resultado de la sumatoria se define como Y;; (Figura 2.8b nivel a).

ni-1

Y = Z Wik Vii-1)x + Oy
k=1

después el valor de Yj; se introduce en una funcidn de activacion g(Y7;) para producir
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!Nivel b

Ny

&y Wik Ve + 9y évaeI a

WiV g Wik Vo Wuv}mV(H)n o

Figura 2.8: Secuencia esquematizada de la activacion de neuronas para producir su
salida.

la salida deseada V;; (Figura 2.8b nivel b).

ni-1
Vii=9i5(Yy) =9 (Z Wik Vii—1x + Gij)

k=1

En la nomenclatura presentada aqui, las entradas a la red coinciden exactamente con
las salidas de las neuronas de la primera capa (Vi;).

Para la eleccion de la funcién de activacion g(Y'), se ha demostrado [7] que las
funciones discriminantes (monoténicas crecientes, por ejemplo sigmoidales), como las
mostradas en la Figura 2.9, son apropiadas para aproximar una funcién no-lineal
mediante la construccion de RNAs, aunque se puede usar cualquier otro tipo de
funcionalidad. En los casos de identificacion presentados aqui se usaran las funciones
de activacion de la Figura 2.9a para las capas ocultas y una funcién lineal o identidad

(Vi; = Y;;) para la capa de salida.
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—— Y=0.5"(1+tanh(X)) i
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(a) funcién del tipo tanh().
Y=1/(1+exp(~aX))
2 | — Ycona=1 4
—— Y con a=2
—— dY/dX con a=1
~— —» dT/dX con a=2

08
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0.2
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(b) funcién del tipo ezp().

Figura 2.9: Dos tipos de funciones de activacion mds usadas en RNAs. Estricta-
mente hablando, las funciones en (a) son un caso particular de (b) cuando a = 2.
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2.2.3 Arquitecturas

En lo que concierne a la arquitectura de las redes neuronales (Figura 2.10), se pueden
clasificar en dos grupos: redes de alimentacién hacia adelante y redes recurrentes.
Dicha clasificacion esta basada en la forma que se transmite la informacién. En las
redes de alimentacion hacia adelante (Figura 2.10a) la informacién fluye dnicamente
desde las capas de nivel inferior hacia las capas de nivel superior , es decir, la informa-
cién solo fuluye hacia adelante. Por otro lado, en las redes recurrentes (Figura 2.10b)
la informacion fluye en cualquier direccién posible: hacia adelante, hacia atras y la-
teralmente. Las redes recurrentes requieren un esfuerzo mayor en su evaluaciéon y
entrenamiento, comparado con las redes de alimentacion hacia adelante (ver las fun-
ciones en la Figura 2.10). La arquitectura de las RNAs es determinada en gran parte
por la aplicacién que se pretende. Para la mayoria de los casos basta con una red de
alimentacion hacia adelante. En el presente trabajo se trataran especificamente las
redes de alimentacién hacia adelante con dos capas de neuronas ocultas (las cuales se

denominaran redes estdéndar [38]).

2.2.4 Entrenamiento

El entrenamiento de una RNA comprende la manera en que se actualizan (o cambian)
sus parametros para que sea capaz de reproducir ciertos eventos o situaciones. En
principio, se pueden cambiar las propiedades del aproximador de red modificando
el patrén de conectividad [50], sin embargo, esta alternativa es poco usada en la
pactica. En lugar de eso se modifican las aproximaciones de la red cambiando el
valor de sus parametros (pesos y umbrales) por medio de la ezperiencia. Para los

problemas de identificacion, la regla de aprendizaje es el resultado de la minimizacion
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capa de salida ————» On .
capa de salida ——

capas

capas
ocuitas

ocultas

Var=Wang( Woan19( WaiV114Wa12Va+0 21)

Vi =Wang( WG Wa Ve +O21)
+ng( W2V, +Wy Vi +0 22)+931)

+War2g(W22iV11+02)+0 3)
+Wai2Q( Wiz a( W21|V11+W212V41+@ 21)

+Waii2g( Waz1 g( WanV11+©0 21)
+Wazo I Wo2iV11 4W2V (1 +0 22)+9 2+ Oun

+W 22 9( W221V11+922)+@32)+@ 41

(a) (b)

Figura 2.10: Dos arguitecturas bdsicas de RNAs. En (a) una red neuronal de ali-
mentacion hacia adelante y en (b) una red neuronal recurrente.




Antecedentes 2.2 Redes Neuronales Artificiales

del error entre los valores observados y predichos por las salidas de la red (minimos
cuadrados). Puesto que en el presente trabajo se aplican los madelos de RNA para
la identificacion de SD, el proceso de aprendizaje de estas redes se discutird en el

Capitulo 3.
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3. Teoria de Identificacién de SDs
mediante RNAs

La teoria de SDs junto con las RNAs aplicadas de manera apropiada, en la identifi-
cacion de sistemas complejos, llegan a ser excelentes herramientas en la exploracion
del comportamiento observado. En el presente capitulo se dan las bases para la

identificacion de los siguientes sistemas dindmicos:

Uy = g(Us 1) | (3.1)
dU
— = f(Un) (3:2)
ou ~ F(U, oUu o°U avu ) (3.3)

Bt 8x ax2 " axX7’
donde las Ecuaciones 3.1 y 3.2 fueron definidas previamente en el Capitulo 2, y la
Ecuacién 3.3 es una Ecuacidn Diferencial Parcial (EDP) de comportamiento espacio-

temporal, siendo la variable de estado (U) un escalar, X la dimensién espacial y 7 el

méaximo orden de derivada espacial que puede aparecer en la ecuacion.
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Aqui se han escogido las RNAs como estructuras de modelo para la identificacion
de estos sistemas, en este sentido, la RNA hara las veces de la funcion g(-), £(:) o
F(-), respectivamente. Las entradas a la RNA consistiran de todas las variables que
se encuentran dentro de los paréntesis en las Ecuaciones 3.1, 3.2 6 3.3, mientras que
las salidas de dichas RNAs consistiran del vector de funciones g(-), f(-) o el escalar
F(-), respectivamente. En lo que resta del trabajo, RNA-SD se referird a un SD
que es identificado mediante una RNA, y particularmente RNA-mapa, RNA-EDO o
RNA-EDP se referiran a un SD como el de la Ecuacién 3.1, 3.2 6 3.3, respectivamente,
que es identificado por medio de una RNA.

Independientemente del tipo de modelo que se construya, en primer término se

asume que se dispone de un conjunto de p pares de entrada-salida

BY , o' |
I, 0O°
13 , 03
P p

LI » O _

al cual se denominaréa C'onju_nto de Entrenamiento. En el contexto de SDs, este
conjunto representa la evolucion (a través del tiempo) del sistema dinadmico que se
desea identificar. El objetivo del proceso de entrenamiento es encontrar el conjunto de
parametros de la RNA-SD (pesos y umbrales en redes neuronales) que mejor ajusten
la evolucién dinamica de los datos experimentales. Es decir, buscar el conjunto de
parametros adecuados para que la RNA-SD capture el mapa fundamental entre las

entradas y salidas del conjunto de entrenamiento. Dicho proceso de entrenamiento es

32



Teoria de Identificacién con RNAs

logrado por minimizacién de la suma de los cuadrados de los errores (funcion error)
entre los valores observados experimentalmente (O!) y las predicciones arrojadas por
el modelo RNA-SD. Para el caso de identificacién de SDs discretos (mapas), las
predicciones arrojadas por el modelo RN A-mapa puden ser comparadas directamente
con las observaciones experimentales y en los SDs continuos (EDOs o EDPs) esto
s6lo se logra a menos que se tengan mediciones directas de derivadas (ordinarias o
parciales, respectivamente). En la mayoria de los casos de identificacion, en lugar de
mediciones directas de derivadas, se tienen mediciones atrasadas en el tiempo de una
o mas variables de estado, y en el caso de sistemas espacio-temporales (EDPs) las
mediciones se tienen a diferentes posiciones en el espacio. Es por eso que se requiere
dar algin procesamiento previo a las Ecuaciones 3.2 y 3.3 para poder ajustar los
parametros de la RNA (entrenamiento de la RNA).

La técnica de optimizacién utilizada en este trabajo, para el entrenamiento de
RNAs, es la del Gradiente Conjugado. Esta técnica utiliza como informacién principal
las derivadas de la funcién error con respecto a los parametros de la red (pesos y
umbrales).

La construccién de la funcion error y derivadas de un modelo RNA-SD ademas de
la técnica del gradiente conjugado se presentan a continuacién para el caso de RNAs
de alimentacion hacia adelante de 4 capas (2 capas ocultas) con funcién de activacién
sigmoidal en las capas ocultas y funcién de activacion lineal (identidad) en la capa
de salida. La teoria presentada no es exclusiva de este tipo de RNAs, sino que puede
ser extrapolada a cualquier estructura de RNA, con los cambios pertinentes, mientras

sea de alimentacién hacia adelante.
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vector de estados en t+1

parametros vector de estados en't

Figura 3.1: Esquema de RNA que puede ser usada en la identificacion de mapas.

3.1 SDs discretos (mapas)

La Figura 3.1 muestra la estructura de una RNA representativa en la identificacién
de un sistema discreto como el de la Ecuacién 3.1. En este esquema las entradas y
salidas de la red son valores medibles directamente de los experimentos. La teoria
que se presenta a continuacién es también la base para cualquier sistema (dinamico

o no) que pueda ser identificado mediante una RNA.

9.1.1 Construccion de la Funcion Error

Para obtener la funcién error, se requiere evaluar la red neuronal y comparar su salida
contra los datos experimentales en cada punto del conjunto de entrenamiento. Esto se
logra evaluando la RNA de la misma forma como se describe en el Capitulo 2, s6lo que

ahora la RN A es alimentada con el vector de entrada en el conjunto de entrenamiento
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(Vt = [, U?] = I'). Téngase en cuenta que las entradas a la red son el vector de
parametros de operacion y el vector de variables de estado. La funcién error (también
conocida como funcidn de energia) se construye comparando las salidas de la RNA
evaluadas en el instante t, V(VE) = Ut (U?), con las salidas de las observaciones
experimentales en el mismo instante (O). Para un punto cualquiera (t) del conjunto

de entrenamiento se obtiene un error local:

i@ %W@)

E{(W,0) =

MI»—-—!

mientras que con el total de puntos contenidos en el conjunto de entrenamiento se

obtiene el siguiente error global:

é (W,0) = ZZ( %W@) (3.4)

t-l] 1

donde V/; es la j-ésima salida de la RNA (j-ésima variable de estado) evaluada con las
entradas del t-ésimo punto del conjunto de entrenamiento y nq se refiere al namero de
nodos de la capa de salida (nimero de variables de estado). Aqui se utiliza la notacién
pertinente al contexto de RNAs (V) en lugar de la notacion de SDs (U**!) ya que
esta notacion facilitara la obtencién del calculo de derivadas en el siguiente apartado.
La sumatoria interna representa la contribucién de cada variable de estado (salidas
de la red) y la externa representa la contribucién del total de pares de entrada-salida
disponibles (conjunto de entrenamiento). De esta forma la funci6n error depende
directamenta de los parametros de la RNA (W y ©).

El entrenamiento se lleva a cabo en base a la minimizacién de la la funcién

E(W.®). El problema de minimizacion. asi obtenido, es resuelto por medio del
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método del gradiente conjugado que se describe en un apartado posterior.

9.1.2 Método Delta para el cdlculo de derivadas en RNAs

El objetivo ahora es describir la forma de evaluar el vector de primeras derivadas de

la funcién error E(W, ©) con respecto de los vectores Wy ©, es decir VE(W,0) =

[ dE dE
dWijk ’ d@,J

], el cual es necesario por el método del Gradiente Conjugado para el
calculo de las direcciones de bisqueda |18, 50, 63]. Tomando en consideracion la
Ecuacién 3.4 se pueden obtener las siguientes expresiones de derivadas. Iniciando
desde la capa mas alta (i = 4 en este caso), se encuentran las siguientes expresiones
de derivadas con respecto a cualquier peso y umbral que conectan a los nodos de la

capa superior (Wy;x ¥ ©4;)

EW.O) _ 1wp wne d0-VE)
- 2 t=12i=1

dWy;k AWk .
dE W,@ — 1 ZP 27}4 dfof-VL-)
d©4; - 2 t=1 i=1 d©g4;
derivando las expresiones del lado derecho
dE_ _ ly¥°P n4 t _ vty -9V
qujk - 2 Zt:l Zi:l 2 (Ol ‘/41) dW4jk
dE_ _ 1P n4 t _ vty =9V
deqj - 9 t=1 Zizl 2 (Ol ‘/41) de4j

como se esta derivando con respecto a los pesos y umbrales que conectan a algin
nodo particular de la capa de salida, entonces el indice ¢ debe coincidir con el indice

4, por lo tanto desaparece la sumatoria interna y se tiene

t
dE — _N\P t _ 1t dV4z'
e = ~ T (0 Vi) awis

vt
dE . _\P t_yt 4j
d94; - Zt:l (O] V-'lj) d®4j
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y ahora tomando en consideracion la forma en que se evaliian las salidas de una RNA
(Capitulo 2)

Vij = T2 Wy;iVai + Oy

entonces se tendran las expresiones buscadas para la ultima capa

dE_  _ P t t ¢
dW4jk - - Zt:l (OJ - ‘/4]) V'3k (3 5)
dE_  _
s It)=1 (O; - V4t.‘l)
Si se define una nueva variable é como:
5, =0t — V, (36)
entonces se puede escribir
dE _ __ P st oyt
Wee  ~t=1 64]-‘/% (3.7)
ddeE‘;j = - Zf——l 6}1]

donde la introduccion de la nueva variable § es la clave del célculo de derivadas para
las restantes capas.

Despusés de aplicar las ideas anteriores para el cdlculo de las derivadas de E(W, ©)
con respecto a los pesos y umbrales de las capas ocultas ([Wajk, Os5] ¥ [Wajk, ©25])
y llevando a cabo un poco de algebra (intercambios de sumatorias), se obtienen las

siguientes expresiones en las capas ocultas (1 =3, 2)

dE. _  _ P st yst

dWije 2t=1 5ij‘/(i—1)k (3 8)
dE _  _ <P st

®, = 2t-1904;
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s6lo que para estas capas ¢ esta definida como

Ni+1

oy = gn(¥35) 2 Wias1)hiO(is1)n (3.9)
h=1

donde g/(Y) es la derivada de la funcién de activacion, g(Y%), con respecto de Y,
es decir 4%%1. Las funciones de activacion g(Y) y sus derivadas g/(Y};) ya fueron
mostradas anteriormente en la Figura 2.9.

En resumen, la evaluacion del vector de derivadas de la funcién error (Ecuacion 3.4)
con respecto de los parametros (W y ©) de una RNA de alimentacion hacia adelante

con funcién de activacion lineal en la capa de salida y cualquier funcién de activacion

en las capas ocultas, se obtiene con las siguientes expresiones:

dE_  _  _ P  styst
Wi,r =105 Vi (3.10)
dE = _§P 6t
dO;; t—1 %y
donde § se debe evaluar de la siguiente forma
ot - Vi i=m =4 capadesalida
s=¢ 7 7 (3.11)

g/(VE) Tht Wisnndlionyn  ©=3,2  capasocultas

Obsérvese en la Ecuacion 3.11 que la evaluacién de las derivadas requiere de
conocer la variable & en la capa superior, por lo que las derivadas son propagadas
desde la capa de salida hacia la capa de entrda. Este hecho hace que al célculo de
derivadas en RNAs como las mostradas en la Figura 3.1 se le denomine Método de
Propagacidn hacia Atrds, y el hecho de utilizar la variable § hace que al procedimiento

se le conozca también como Método Delta. De esta manera, durante el entrenamiento,
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la evaluacioén de la red involucra propagar la informacion hacia adelante y el calculo

de las derivadas involucra propagarla hacia atras.

3.2 SDs continuos (EDOs)

La Figura 3.2 muestra la estructura de una RNA representativa de un sistema de
EDOs como el de la Ecuacién 3.2. Como lo muestra la figura, las salidas de la red son
valores de derivadas temporales. De esta forma, la funcion error puede construirse de

acuerdo a uno de los siguientes casos en el conjunto de entrenamiento:

1. El vector de salidas (O') del conjunto de entrenamiento consta de mediciones

directas de las derivadas temporales (det_)_

2. El vector de salidas (O') del conjunto de entrenamiento consta de mediciones

atrasadas en el tiempo (U'*!) en lugar de derivadas temporales.

Para el primer caso, la construccion de la funcion error se hace de la misma forma
como para el caso de los modelos discretos, pero este caso es muy aislado ya que en la
préctica es dificil obtener mediciones confiables de las derivadas temporales. Para el
segundo caso, la construccién de la funci6n error involucra dos situaciones diferentes.
Por un lado, se pueden transformar las mediciones discretas a derivadas temporales
por medio de esquemas de diferencias finitas, y de esta forma la funciéon error se
construye directamente como en el caso de los modelos discretos. Sin embargo, esta
no es la alternativa mas viable, ya que el uso de diferencias finitas implica errores
de redondeo que pueden dafar seriamente la calidad de las predicciones. Por otro

lado, en lugar de transformar las mediciones discretas a derivadas temporales, se
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derivadas de estados

parametros vector de estados

Figura 3.2: Esquema de RNA que puede ser usada en la identificacion de EDOs.

incrusta la estructura de la RNA en un esquema de integracién numérica que puede ser
usado para predecir mediciones discretas, las cuales seran comparadas directamente
con las mediciones experimentales. El uso de esta alternativa hace mas tedioso el
entrenamiento, pero se eliminan a un minimo los errores por redondeo y no requiere
de mediciones de derivadas temporales. A continuacion se presenta la teoria aplicada
a la alternativa de incrustar la RNA en un esquema de integracién numérica. Por
simplicidad, se utiliza el esquema de integracion de Runge-Kutta, pero la metodologia
no se restringe solamente a este método, puede ser aplicada a cualquier otro método

de integracion.
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9.92.1 Construccion de la Funcién Error

La transformacion de las salidas de la RNA-EDO a una forma discreta puede hacerse a
través de un método de integracion numérica [8, 6] . Existen diferentes metodologias
de integracion de sistemas de EDOs, las cuales pueden ser explicitas (por ejemplo
Runge-Kutta de cuarto orden) o implicitas (por ejemplo Euler implicito). Estas dos
metodologias se explican en el Apéndice C.

Aqui se presenta la metodologia sélo para el integrador explicito (Runge-Kutta).
La incrustacion de la RNA-EDO (Figura 3.2) en dicho integrador da como resultado
una macrored como la mostrada en la Figura 3.3. Esta macrored representa la es-
tructura de modelo que se desea identificar y representa un modelo continuo de caja
gris, el cual tiene parametros conocidos en la estructura de integracion y pardmetros
desconocidos (que se desean encontrar) en la estructura de RNA. Ahora las salidas
de esta macrored pueden ser comparadas directamente con las observaciones experi-
mentales en cada punto del conjunto de entrenamiento.

La evaluacién de la macrored en cada punto del conjunto de entrenamiento se
explica a continuacién. Primeramente se toman las entradas del conjunto de entre-
namiento como entradas en la macrored ([u, U?] = I'), despies se evalia la macrored
y se comparan sus predicciones (Ut*!) con el vector de salidas en el conjunto de
entrenamiento (O?). Para un punto cualquiera (t) del conjunto de entrenamiento se

obtiene el siguiente error local:
1 & 2
=3 Z (0t - U (W) (3.12)

mientras que con el total de puntos contenidos en el conjunto de entrenamiento se
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1/6 /3 1/3 1/6

T
Fl---==- F2----1 F3--~--1 F 4

Figura 3.3: Macrored resultante al incrustar una RNA-EDO en el esquema de inte-
gracion de Runge-Kutta.

obtiene el siguiente error global:

zpj ( — Ut w))’ (3.13)

t=1j

I\Dlr—‘

||[V]=

E(W) = Z

donde la sumatoria interna representa la contribucién de cada variable de estado y la
externa representa la contribucion del total de mediciones que se tienen disponibles
en el tiempo (tamafio del conjunto de entrenamiento). Por simplicidad y en lo que
resta del trabajo, W representara al conjunto de parAmetros ajustables de la RNA
(pesos y umbrales). Esta notacién facilitara la comprension de las expresiones para

el calculo de derivadas.
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3.2.2 (Cdlculo de derivadas

Teniendo en cuenta la funcién error (Ecuacién 3.13) y la forma en que se evalia la
macrored (Figura 3.3), se pueden calcular las derivadas. La derivada de la funcién de
energia con respecto a cualquier parimetro ajustable de la RNA (W) se obtiene de

la siguiente manera:

—_ ; P n dUt+1
7 _ t+1
dw - Z Z ( U ) dW (3'14)

t=11:=0

duttt . . . .
donde el factor —j;— es representativo de la salida de la macrored y esta influenciado

por el nimero de evaluaciones de la EDO dentro del esquema de integracion numeérica.

Este término se evalia de la manera siguiente:

Ut T (dmg dF2; dF3; dF4§>

W awv Tiaw Tiaw T aw (3.15)

donde las variables Frt (r = 1,2, 3 6 4) representan el i-ésimo valor de salida en
la RNA-EDO que fue avaluada con el vector de entrada I*; cada término dentro del
paréntesis del lado derecho representa la contribucién de la evaluacion de la RNA-
EDO en el esquema de integracion. Estas contribuciones pueden ser evaluadas de la
siguiente manera (por comodidad y claridad se omiten los superindices que se refieren

al nimero de evaluacién en el conjunto de entrenamiento)

dFri 0FT, 8Fr, OF(r —1);

aw +Hr Z oW (3.16)
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donde
0 para r=1

Hr

para r=2,3 (3.17)

LR

T para T=4

ademaés los términos %’:—;i y 6ng;l)" implican el calculo de la derivada de salida de la

RNA-EDO con respecto a los parametros ajustables (aplicacion de la regla Delta), y
el término %%i implica las derivadas de la salida de la RNA-EDO con respecto a sus
entradas (semejante a la regla Delta). La variable U viene a ser una entrada modifi-
cada a la RNA que depende del nimero de evaluacién de la EDO en el esquema de
integraciéon. Para aplicar este algoritmo en el cilculo de derivadas de la funcién error
con respecto a cualquier parametro ajustable s6lo es necesario evaluar las derivadas

%—P;Vfi y Qa%& que vienen siendo la aplicacion de la regla Delta en términos de RNAs.
5

3.8 SDs espacio-temporales (EDPs)

En la seccién previa se ha desarrollado una metodologia de RNAs para la construccion
de modelos de EDOs. Aqui se propone extender dicha metodologia a sistemas que
incluyen variaciones espacio-temporales (EDPs) basadas en RNAs acopladas con téc-
nicas de discretizaciéon espacial, frecuentemente usadas en métodos de aproximacion
para la solucién de EDPs. La teoria aplicada aqui es para sistemas unidireccionales
(una variable espacial) y unidimensionales (una variable de estado), pero puede ser
extendida a sistemas multidireccionales y multidimensionales. La Figura 3.4 muestra
la estructura de una RNA representativa de un sistema dinamico espacio—temporal
como el de la Ecuacion 3.3. Las entradas a la red constituyen el vector de parametros

del sistema () y las derivadas espaciales, mientras que la prediccién de la RNA es

44



Teoria de Identificaciéon con RNAs 3.3 SDs espacio-temporales

derivada temporal

parametros derivadas espaciales

Figura 3.4: Esquema de RNA que puede ser usada en la identificacidn de un proceso
espacio-temporal unidimensional y unidireccional.

la derivada temporal. En este caso se supone que las mediciones en el conjunto de
entrenamiento se han recolectado a diferentes posiciones en la direccién espacial y a

diferentes instantes en el tiempo.

3.8.1 Construccion de la Funcion Error

Si se supone que se cuenta con un conjunto de entrenamiento compuesto de medi-
ciones atrasadas en el tiempo a diferentes posiciones en la direccién espacial y, si se
desea eliminar al maximo los errores por redondeo, entonces la construccién de la
funcién error implica utilizar técnicas de integracion numérica para EDPs. La solu-
cion numérica de EDPs, tales como la Ecuacién 3.3, con frecuencia se hace en dos
pasos (método de lineas): 1) se transforma la EDP a un sistema de EDOs por medio
de aproximaciones de diferencias finitas en las derivadas espaciales v, 2) se integra el

sistema de EDOs resultante por medio de alguna técnica de integracién numérica.
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Figura 3.5: Discretizacion de la dimensidn espacial.

Para transformar la EDP a un sistema de EDOs, se subdivide el intervalo espacial
de interés en “n” sub-intervalos separados por una distancia AX = 2, como lo muestra
la Figura 3.5. De esta manera, las derivadas espaciales se pueden aproximar usando
diferencias centrales con algin orden de exactitud deseado (ver Apéndice C) por
expansién de series de Taylor. Para un orden de error O(AX 4) se tienen las siguientes

primeras cuatro derivadas (si se desea, se puede utilizar otro orden de error):

dUu . Ui—2—8U;_1+8Uit1-Uiy2
ax/);, =~ 124X
(dZU) —Ui_2+16U; 1 —30U; +16U;11- Uitz
.o~ 2
dx?Z/; 12AX (318)
d3U) o Ui_3—8Ui_>+13U; 1 —13Ui11+8Ui42—Uiy3
ax3); 8AX3
dAU ~ —U,-_3+12U,‘_2—39Ui_1+56U,'—39U,'+1+12Ui+2—Ui-§;3
ax%); ~ 6AX4

Con la introduccion de estas aproximaciones en las derivadas espaciales de la Ecuaci6n
3.3, se obtiene un conjunto equivalente de n + 1 EDOs sobre la variable de estado

" evaluada en cada subdivision del dominio espacial:

'dd_Uti:F(Ui-—n""7Ui1"'an+n;u) 7::01""” (319)

donde x es el maximo nimero de puntos, alrededor del punto de interés 7, necesarios
para poder representar la derivada espacial de mayor orden () con un determinado

error de aproximacion. Para el caso de la Ecuacién 3.18, x toma el valor de 3. En
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duU; F
dt 4
1 / w”
RNA FI / /. « *RNA
T J ! RN/A as Finitas
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Figura 3.6: RNA-EDP acoplada con un esquema de diferencias finitas. En (a) se
evalia la derivada temporal en un punto del espacio, y en (b) se evalia la derivada
temporal en todo el espacio.

las primeras y en las iltimas k ecuaciones es donde entran en juego las condiciones
de frontera. Este proceso es esquematizado en la Figura 3.6.

De tal forma que la solucién de este sistema de EDOs (y por consiguiente la
solucion de la EDP original) se puede obtener de la misma manera como se resuelve
la Ecuacién 3.2. Entonces, al incrustar la RNA y el esquema de diferencias finitas
dentro del esquema de integracién de Runge-Kutta, se obtendra una macrored como
la mostrada en la Figura 3.7. Esta macrored representa la estructura de modelo
que se desea identificar y representa un modelo continuo de caja gris, el cual tiene
parametros conocidos en la estructura de integracion y en la estructura de diferencias
finitas, mientras que la estructura de RNA-EDP contiene los pardmetros ajustables.

La funcion error con este procedimiento se presenta de forma semejante que con
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Figura 3.7: Macrored resultante al incrustar una RNA-EDP en el esquema de inte-
gracion de Runge-Kutta.

la RNA-EDO y se muestra a continuacién:

E(W) = % T (0; - ut)* (3.20)

t=1 j=0

donde la sumatoria interna representa la contribucion de cada variable de estado
(discretizaciones en el espacio) y la externa representa la contribucién del total de
mediciones que se tienen disponibles en el tiempo (tamafio del conjunto de entre-

namiento).
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9.83.2 Cldlculo de derivadas

La derivada de la funcién error con respecto a cualquier parametro (W) de la RNA-
EDP es muy semejante a aquella que se presenta en la RNA-EDO. Estas derivadas

se pueden calcular de la siguiente manera:

dE ¢ t t+1 dui*!
W——Zg(o ~ U )dW (3.21)

Ue+
donde el factor —i— esta influenciado por el nimero de evaluaciones del conjunto de

EDOs dentro del esquema de integracion y pude ser evaluado como:

=+ dF1t _dF2t _dF3! dF4
dUl — %( 1 1 1 + F 1) (322)

W av Tlaw Tiaw

donde cada término dentro del paréntesis del lado derecho representa la contribucion
de la evaluacion del conjunto de EDOs (Ecuacién 3.19) en el esquema de integracion.
Estas contribuciones pueden ser evaluadas como sigue (por comodidad y claridad se

omiten los superindices):

dFTi 6Fr, itn 8F’f’, 8UX, 3F( )
= + Hr .
aw - oW _ZJZO 3Ux: 90n  OW (3.23)

donde r indica el nimero de evaluaciéon del conjunto de EDOs en el esquema de

integracién (toma valores de 1, 2, 3 6 4), ademas:

0 para r=1
Hr =

(ST 0]

para 7 =2,3

T para r=4
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En la Ecuacién 3.23 los términos %P;,(; y Bng;l)h implican el célculo de la derivada

de la salida de la RNA-EDP con respecto a los parametros de la red (aplicacion de
la regla Delta); el término ip—’*— implica las derivadas de la salida de la RNA-EDP
con respecto a las derivadas espaciales de entrada (semejante a la regla Delta); el
término %l—]li@ implica las derivadas de las salidas del esquema de diferencias finitas con
respecto a las entradas a dicho esquema (matriz de coeficientes de diferencias finitas).

La variable U viene a ser una entrada modificada en el esquema de diferencias finitas.

De esta forma, solo es necesario evaluar las derivadas %’3“—’,1 ﬁﬁ— para aplicar este

algoritmo.

3.4 Meétodo del Gradiente Conjugado

Cuando se tiene una funcién cualquiera f = f(U) con U € R"y f € R' » R",
y se desea encontrar el valor de U = U que minimice (maximice) el valor de la
funcién f(-), entonces se encuentra ante un problema de optimizacién multivariable
no restringida {13].

Existen diversos métodos de optimizacién para resolver este problema, la mayoria
de los cuales son métodos iterativos de buisqueda. En estos métodos se utiliza la
siguiente expresion (mapa) para bucar el vector de parametros U que minimice la
funcién objetivo:

U¢+1 = Ut + ntPt

donde P es un vector que indica la direccion en la cual se hace la bisqueda y 7 es un
escalar que indica el tamano del paso (velocidad de entrenamiento en la literatura de

redes neuronales) en dicha direccion. La asignacion de un valor a 7; puede hacerse
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de una manera arbitraria o puede obtenerse mediante algin método de optimizacion
unidimensional [13] (tal como seccidn dorada). Sin embargo, la asignacion de un
vector de direcciones P, representa un esfuerzo mayor. Esta asignacién es el principal
punto que caracteriza los diferentes Métodos de Optimizacion. En el método del
Gradiente Conjugado (utilizado en el presente trabajo) se usa la siguiente expresién

para el calculo de ese vector:

P,=-Vfi+BP:

donde Vf;, = Vf(U,) es el vector de primeras derivadas (jacobiano) de la funcién
objetivo en la iteracién t, B, es un parametro que busca garantizar que el vector de
direcciones actuales P, sea conjugado a todos los vectores de direcciones anteriores
P, ,,P,_,, --,P,. La mayoria de los métodos del gradiente conjugado que actual-
mente se encuentran en la literatura de optimizacién difieren en la forma de calcular

el parametro 3, la forma mas utilizada (que se usa en el actual trabajo) es:

o vnvn T )]
YTV o1 Vol =1 (%)j—l

donde V f, y V f,_1 son los respectivos jacobianos de la funcién f en la iteracion t y
t—1.

En conclusién, el vector de direcciones de bisqueda P, queda determinado unica-
mente con la informacion de la iteracion anterior (t—1) y la informacion de la iteracion
actual (¢). En la iteracién inicial (1) no se conoce la informacién de la iteracién 0,

por lo que P, se calcula como: Py = =V f(Uy), v en las subsecuentes iteraciones se
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calcula utilizando 8. El método se reinicia cada n iteraciones para evitar el deterioro
por errores de aproximacion, esto significa que el vector de direcciones P, se calcula,
cada n iteraciones, de la misma forma que en la primera iteracion.

El vector V f(U) es la informacion principal usada en el calculo de P. El calculo
de este vector en el entrenamiento de RNA-SDs ya se ha mostrado en los apartados

anteriores . En este caso V f(U) = VE(W).

2.5 Validacion Cruzada

Una cuestién comiin en el ajuste de funciones es la que concierne al momento en
que se debe detener el ajuste para que se generalicen las caracteristicas del sistema
ajustado. En esta seccion se describe la técnica de validacién cruzada que sirve como
criterio de paro en el ajuste de funciones.

Cuando un método iterativo es utilizado para ajustar los parametros de un modelo
a partir de datos experimentales, entonces es necesario saber el momento en que se
debe detener el ajuste. El criterio utilizado para detener el proceso de entrenamiento
debe tomar en cuenta, por ejemplo, la calidad con que se reproducen las salidas, la
cantidad en que se elimina el ruido, si existe o no sobre-entrenamiento (sobreajuste),
etc. Este proceso se conoce como validacidn del modelo, y puede llevarse a cabo (en el
entrenamiento de RNAs) por las siguientes técnicas: validacién cruzada, depuramien-
to de la red o ain intentando otras estructuras de modelo (RNA) [26, 44, 51].

En los modelos ajustados aqui, se utilizara el método de Validacion Cruzada. Este
método ayuda a estimar la habilidad del modelo, durante el ajuste, para generalizar las
predicciones. El método consiste en dividir los datos experimentales en dos conjuntos,

uno de ellos es el conjunto de entrenamiento (mencionado anteriormente) v el otro
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es llamado conjunto de prueba o validacion. El conjunto de entrenamiento es usado
para modificar los pardmetros del modelo (pesos y umbrales en RNAs) con la finalidad
de disminuir el valor absoluto de la funcién error (esto es garantizado por cualquier
método de optimizacion), mientras que el conjunto de validacion es usado para estimar
la habilidad que tiene el modelo para generalizar las predicciones.

Cuando se construye una grafica de la funcion error (calculada a partir del con-
junto de prueba) respecto del nimero de iteraciones, se observa que es irregular, es
decir, tiene muchos picos. El comportamiento de este error (aunque irregular), por lo
general, empieza disminuyendo hasta alcanzar un minimo (global) para después au-
mentar. Cuando el error de validacién alcanza un minimo global, se dice que la RNA
tiene propiedades de generalizacion, es decir, es capaz de reproducir adecuadamente
cualquier dato del conjunto de entrenamiento y fuera de éste. Por otro lado, cuando
el error de validacion comienza a aumentar, se dice que la RNA comienza a sobre-
entrenarse (sobreajustarse), es decir, el modelo empieza a capturar caracteristicas
particulares del conjunto de entrenamiento y no sera capaz de reproducir adecuada-
mente cualquier dato fuera del conjunto de entrenamiento. De esta manera, el mejor
momento para detener el proceso de entrenamiento es cuando se haya alcanzado un
minimo global en el error de validacién. Por lo cual, el error de validacioén sirve co-
mo criterio para detener el entrenamiento en el momento en que se ha alcanzado un

minimo global.




4. Caracterizacion de OMMs

Aqui se presentan los resultados obtenidos en la identificacion, y posterior caracte-
rizacién, de observaciones experimentales del proceso de oxidacién galvanostatica de
hidrégeno en presencia de iones cloro. Las observaciones experimentales se describen
en el Apéndice A. Dichas observaciones se tienen presentes en forma de series de tiem-
po de una sola variable de estado (el potencial, E') en un escenario de dos pardmetros
de operacion (concentraciéon de iones cloro, Cl, y la intensidad de corriente, I). El
comportamiento presentado en estas observaciones es del denominado Oscilaciones
de Modo Mizto (OMMs).

Los esfuerzos en la identificacion de este sistema con modelos basados en prin-
cipios basicos (balances de materia, de energia, etc.) es un tépico de investigacién
activo, aunque todavia no se han obtenido resultados satisfactorios. Por el momento
los modelos (y mecanismos) propuestos solo predicen algunas ocurrencias de OMMs
en valores de parametros muy diferentes a los que se observan experimentalmen-
te [21, 66, 33]. Aqui se pretende caracterizar la oxidacién de hidrégeno con modelos
basados en Redes Neuronales Artificiales (RNAs), los cuales puedan ayudar a comple-
mentar la exploracién experimental y guiar hacia el entendimiento de los mecanismos

generadores del comportamiento de OMMs.
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En la primera parte del capitulo se presenta la identificacion con un modelo
dinamico discreto- (mapa) y en la segunda parte se presenta con un modelo con-
tinuo de Ecuaciones Diferenciales Ordinarias (EDOs). Al aplicar dos procedimientos
de caracterizaciéon independientes, se tendran bases para corroborar los resultados.
Independientemente del tipo de modelo (discreto o continuo), la caracterizacion de
las transiciones e inestabilidades implicitas en las observaciones experimentales es
lograda con el uso de modelos dindmicos enfocados en la predicciéon de soluciones
a largo plazo. En este sentido, la prediccion de soluciones a largo plazo de series
de tiempo juega un papel muy importante en la exitosa caracterizacion del compor-
tamiento observado. Es decir, aunque las soluciones a largo plazo del sistema real y el
modelo pueden diferir punto por punto (de hecho son inexactas para series de tiempo
cadticas), el modelo ajustado todavia se puede considerar exitoso si los atractores
predichos se presentan en una zona del espacio-fase cercana a los atractores reales.
De esta forma, el atractor del modelo aproxima con muy buena exactitud ciertas
propiedades estadisticas del atractor real (amplitud, espectro de potencia y dimen-
sién entre otras) y ademas, el punto clave de este trabajo, puede ayudar a entender
la naturaleza cualitativa de las transiciones (bifurcaciones) como una funcion de los
parametros de operacion.

El calculo de soluciones a partir de modelos requiere del uso de herramientas
analiticas y computacionales de la teoria de sistemaé dinamicos. En el presente traba-
jo se hace uso de paquetes de software para el calculo de las soluciones de los modelos
RNA-SDs construidos. Esto significa que los modelos RNA-SDs son acoplados con ca-
da paquete de software utilizado. En particular se utilizan los paquetes DSTOOL [16]

v SCIGMA [56] para analizar el comportamiento dinamico en el espacio-fase, y AU-
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TO [10] para el calculo de los diagramas de bifurcaciones (de uno y dos parametros).

4.1 Construccion de un modelo discreto

Aqui se aplica una metodologia para la construccién de modelos discretos (mapas)
a partir de mediciones experimentales de una sola variable de estado en un sistema
continuo. La metodologia va acompafiada de dos pasos: un procesamiento previo de

los datos experimentales y la construccion del modelo dindmico.

4.1.1 Procesamiento de datos ezperimentales (extraccion de MPMs)

Cuando se desea reproducir, por medio de modelos discretos, la dindmica a largo plazo
y la secuencia de bifurcaciones en sistemas experimentales con dinamica compleja,
las aproximaciones usuales basadas en mediciones atrasadas [55], generalmente son
inapropiadas para tal efecto. Esto se debe a que el sistema experimental (aunque
muestreado en forma discreta) presenta caracter continuo, mientras que el modelo
construido es de caracter discreto [47, 46]. En tales casos, las representaciones dis-
cretas (tales como MPs o MPMs), extraidas de sistemas continuos a partir de series
de tiempo experimentales, pueden ser usadas para dichos fines. En esta seccion se
utiliza la discretizacion por medio de MPMs ya que con ellos se puede obtener una
caracterizacion exitosa de un gran nimero de transiciones y por su simplicidad son
un punto de inicio en los esfuerzos de caracterizacién de escenarios de transiciones
complejas, como el que se presenta en un régimen de OMMs.

La extraccion de MPMs (como fue explicado en el Capitulo 2) se aplic6 a todas
las series de tiempo experimentales disponibles de la oxidacién galvanostatica de

hidrogeno (Apéndice A). Algunos de los MPMs obtenidos se muestran en la Figura
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Figura 4.1: MPMs obtenidos a partir de series de tiempo experimentales de la oxi-
dacion de hidrégeno. Ver en el Apéndice A la nota sobre las unidades del potencial.
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4.1. Si se unen todos los puntos de cualquier MPM, se tendrian curvas de dos extremos
(parecidas a la letra N), las cuales son mas notables en los mapas cadticos. Dichas
curvas son caracteristicas del comportamiento de OMMs representado en MPMs [48,

28].

4.1.2 Modelo de identificacion

Para los fines de identificacion de OMMs con los MPMs disponibles, se construye un

modelo dinamico discreto unidimensional de la forma:

Emt+1 = F(Emt, Cl, I) (41)

donde Em; y Emyy, son dos valores minimos sucesivos de potencial en una serie de
tiempo experimental, C! e I son los valores de los parametros de operacién y repre-
sentan la concentracion de iones cloro ([Cl7]) y la intensidad de corriente aplicada,
respectivamente. La funcién del lado derecho, F(Em,;Cl,I), representa una estruc-
tura de modelo no-lineal vy sera aproximada por un mapa basado en RNAs, al cual
se le denominara RNA-MPM. El entrenamiento de esta RNA se lleva a cabo de la
forma como se explica en la Seccion 3.1.

Los resultados presentados aqui, fueron obtenidos con un identificador que tiene la
configuracion de RNA que se presenta en la Figura 4.2. Dicho identificador consistio
de una RNA estandar de alimentacién hacia adelante con 4 capas (dos capas ocultas).
La capa de entrada consisti6 de una neurona para la variable de estado (Em;) y dos
neuronas para los parametros de operacion del sistema (Cl e I ). En la capa de salida

se tuvo una neurona con funcién de activacién lineal, para predecir el valor futuro de
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Figura 4.2: Estructura de la RNA que fue utilizada en la construccion de un MPM:
Emyy, = F(Emy; ClI). La red debe estar completamente conectada hacia adelante,
aungue en la figura sélo se muestran unas cuantas coneziones (las siguientes RNAs
se presentan de igual manera).

potencial minimo (Em,1). Cada capa oculta consisti6 de 12 neuronas con funcién
de activacion no-lineal del tipo sigmoidal.

Antes de elegir la configuracion final, se intentaron diferentes estructuras de RNAs.
Todas estas configuraciones fueron de RNAs de alimentacién hacia adelante de cua-
tro capas (dos capas ocultas con el mismo nimero de neuronas cada una); funcion
de activacién no lineal del tipo sigmoidal; una neurona en la capa de salida; y tres
neuronas en la capa de entrada. La diferencia entre las todas las configuraciones
intentadas, fue el nimero de neuronas en las capas ocultas. Se intentaron configu-

racines con 4, 6, 8, 9, 10, 11 y 12 neuronas. Las RNAs con pocas neuronas ocultas

(4, 6 y 8 neuronas) presentaron pobres capacidades predictivas, en lo referente al
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escenario de bifurcaciones. Mientras que, las RNAs con mayor nimero de neuronas
ocultas presentaron mejores capacidades predictivas, y el tiempo de entrenamiento
fue mayor. De esta manera, se escogié una RNA con 12 neuronas ocultas, con la cual
se obtuvieron las predicciones de mayor calidad. Al tiempo de entrenamiento se le
di6 poco peso, puesto que todas las arquitecturas intentadas presentan tiempos de
entrenamiento relativamente pequenos.

El proceso de entrenamiento de la RNA-MPM se llevo a cabo de la forma como se
explico en la Seccién 3.1. El nimero de vectores usados en el conjunto de entrenamien-
to se eligi6 tomando en consideracién un criterio basado en el compromiso que existe
entre la calidad de las predicciones a largo plazo y el tiempo de entrenamiento, lo cual
condujo a probar varios conjuntos de entrenamiento. De esta manera, el conjunto de
entrenamiento final (Tabla 4.1) fue construido con datos de 41 diferentes series de
tiempo (ya discretizadas como MPMs) de un total de 61 series disponibles (ver la
Figura A.2); y el conjunto de prueba (Tabla 4.2) fue construido con 20 diferentes
series de tiempo. Cada vector en el conjunto de entrenamiento (prueba) consistio
de 4 elementos (3 de entradas y uno de salida). Estos datos fueron escaladas en el
rango [—0.9, 40.9] debido a que la funcién de activacién de la RNA requiere de pesos
infinitamente grandes para alcanzar valores de —1.0 6 +1.0.

La eleccion de las series de tiempo utilizadas, en el conjunto de entrenamiento, y
el niimero de vectores tomados desde cada serie elegida, se llevo a cabo tomando los

siguientes criterios. Estos criterios se enumeran en orden de prioridad.

1. Abarcar todo el espacio de parametros.

2. Tomar un niimero igual de series por cada corte de concentracién de iones cloro.
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Tabla 4.1: Informacidn de los datos experimentales usados para construir el conjunto
de entrenamiento de la RNA-MPM. Consta de 2100 puntos.

| C1=0.004M C1=0.005M [[ C1=0.006M | C1=0.0065M || C1=0.010M

[Exp pts. [ Exp. pts. || Exp. pts. [Exp. pts. [ Exp. pts.
01 25 17 25 29 19 43 25 80 19
03 40 18 75 30 60 44 75 81 50
04 75 20 50 33 50 48 50 82 59
08 65 22 50 35 45 50 60 84 78
10 25 24 25 36 65 52 60 86 70
12 70 26 40 37 30 54 50 87 70
13 40 27 75 40 40 55 45 88 75
14 55 28 75 41 40 56 66
16 42 42 70

Tabla 4.2: Informacidn de los datos ezperimentales usados para construir el conjunto
de validacion de la RNA-MPM. Consta de 450 puntos.
[C1=0.004M [ C1=0.005M [[ C1=0.006M [ C1=0.0065M [ C1=0.010M |

[Exp. pts. | Exp. pts. [ Exp. pts. | Exp. pts. || Exp. pts. |
00 25 18 15 32 25 44 15 81 15
06 25 21 25 34 25 46 25 83 25
09 25 23 25 39 25 51 25 85 25
15 65 25 25 41 15 53 25 88 15
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3. Tomar las series de tiempo que presentaron OMMs bien definidas. Por ejemplo,

las OMMs 1°, 11, 2111 13 etc.

4. Tomar las series de tiempo con menos ruido. Por ejemplo, las series de tiempo
09 y 10 representan OMMs 1! en el corte Cl = 0.004 M, de las cuales se eligié

la serie 10 que tiene menos ruido.
5. Incluir al menos dos periodos en cada serie.

6. Incluir algunas ocurrencias cadticas.

El proceso de entrenamiento se inici6 asignando los pardmetros de la RNA aleato-
riamente en un rango de [—0.2,+0.2]. Se entrenaron varias RNAs con diferentes
parametros de inicio. La que mejores resultados presentd, requiri6 de aproximada-
mente 20 ciclos completos del gradiente conjugado (cada ciclo consistié de 217 pasos o
iteraciones) para alcanzar convergencia en el entrenamiento. El error (estandarizado)
al final del entrenamiento fue de 0.3137. Este error normalizado se consigue al aplicar

la siguiente transformacion a la funci6n error (Ecuacion 3.4):

2F
nXp

(4.2)

donde n y p son el nimero de variables de estado y niimero de datos en el conjunto

de entrenamiento, respectivamente.

4.1.3 Andlisis de resultados

La Figura 4.3 muestra una comparacion cualitativa, mediante retratos en el espacio-

fase del MPM, de los atractores periédicos experimentales y los atractores predichos
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por la RNA-MPM. En la figura se muestran las predicciones a largo plazo una vez que
se ha convergido en los atractores. La RNA-MPM predice exitosamente la mayoria
de los atractores periédicos de OMMs observados experimentalmente. El nimero y
posicion de los puntos (periodos) en el MPM son predichos razonablemente, asi como
el ordenamiento de las OMMs y el rango de los valores de parametros (Cl e I) en
el cual se observaron originalmente cada uno de ellos. La RNA-MPM es capaz de
predecir la presencia de una secuencia de Farey, la cual se describe mas adelante, asi
como los detalles adicionales del escenario de transiciones en la vecindad del rango de
valores de parametros de interés.

La Figura 4.4 resume un escenario de bifurcaciones en dos parametros (I contra
Cl), el cual es predicho por la RNA-MPM. En la figura se muestran los estados
principales de OMMs (1°, 11, 0!) que predice la RNA-MPM. Estos estados de OMMs
estan ordenados de acuerdo a la aritmética de Farey. Las regiones que se marcan como
"Transicién" representan la prediccion de transiciones entre los estados principales de
OMMs (notados en la figura) e involucran bifurcaciones globales (se sabe que son del
tipo intermitencia I [15]) y locales que dan lugar a la presencia de otros regimenes
de OMMs. Las bifurcaciones globales no pueden ser estudiadas con este tipo de
modelos, ya que el modelo no representa toda la dindmica global en el espacio-fase
del sistema original. Las bifurcaciones globales sélo pueden ser estudiadas con un
modelo dindmico continuo.

Los estados principales de OMMs y las regiones marcadas como "Transicién" es-
tan delimitados por lineas continuas o discontinuas. Las lineas continuas representan
la aparicion o desaparicion de los estados principales de OMMs por medio de bi-

furcaciones de doble periodo y las lineas discontinuas representan bifurcaciones de

63



Caracterizacién de OMMs 4.1 Construccién de un modelo discreto

8 ,
3 A A
m .
o
S
=1
N
8|
2| .
1 ’
3 B . B
m o
g|° ‘ !
S
«
=]
S
gl . .
3 cC - c -
8 . o ° -
S
«
8
3 =] _.* - * .
€8 p 5
o
S
~
8
=3 - .
8 E .- E -
m '."' '.".
3 ] K . .
S
«
]
b= ‘ - H ™
3 )
g F . F
L
3 A A
S
&
3
e L J - *
1000 2000 3000 1000 2000 3000
Em,

Figura 4.3: Comparacién de MPMs ezperimentales contra los predichos por la RNA-
MPM. En la columna izquierda se muestran atractores ezperimentales y en la derecha,
las predicciones de la RNA-MPM. El valor de los parametros es: A(Cl=0.004 M, I =
1.3 mA), B(0.004,1.11), C(0.005,1.5), D(0.005,1.21), E(0.006,1.71), F(0.006,1.32),
A’(0.004,1.3), B’(0.004,1.11), C’(0.005,1.475), D’(0.005,1.16), E’(0.006,1.6482) y
F’(0.006,1.135).
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Figura 4.4: Diagramas generales de bifurcaciones en dos pardmetros (I contra Cl)
predichos por la RNA-MPM. En (A) se presenta el diagrama en todo el espacio de
pardmetros de interés, mientras que en (B) y (C) se presenta en mds detalle algunas
regiones de (A).
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nodo-punto de silla. Los numeros elevados a una potencia y separados por una dia-
gonal representan soluciones miltiples de OMMs, es decir, que se puede llegar a una
u otra solucién (pero no a ambas) dependiendo de las condiciones iniciales. Estos
son algunos de los aspectos que no son facilmente discernibles a partir de los datos
experimentales.

En la Figura 4.4A se observa que a valores altos de I se tienen s6lo OMMs 1%, es
decir, el sistema exhibe oscilaciones simples de gran amplitud; a valores bajos de I
se tienen solo OMMs 0!, es decir, el sistema exhibe oscilaciones simples de pequena
amplitud; y en la region intermedia se tienen OMMs 1!, es decir, el sistema exhibe
una oscilacién de amplitud grande alternada con una oscilacién de amplitud pequena.
Este primer resultado concuerda satisfactoriamente con aquellos presentados en la
literatura para OMMs [48, 29).

En la Figura 4.4B se presenta en forma més detallada el comportamiento de la zona
superior de transicién de la Figura 4.4A. Al variar I desde valores altos hasta valores
bajos se presentan diferentes regiones de estados principales de OMMs, ordenéndose
de acuerdo a la aritmética de Farey (1!, 12, 13, ... ,0!). Entre dos de estos estados
principales de OMMs se presentan regiones de transiciéon que inician con una cascada
de bifurcaciones de doble periodo, pasando por otros estados secundarios de OMMs y
terminan en una bifurcacién de nodo-punto de silla (en concordancia con los escenarios
sugeridos por Ringland y col. [48] y Koper y Gaspard [29]). La region de transiciéon
localizada en la parte mas baja de la figura presenta otros estados principales de
OMMs del tipo 1" (n > 3) separados entre si por regiones de transicion.

En la Figura 4.4C se presenta en forma mas detallada el comportamiento de la

zona inferior de transicion de la Figura 4.4A. Aqui, los estados principales aparecen
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(en valores bajos de I) y desaparecen (en valores altos de I') por medio de bifurcacionesl
de doble periodo. Este comportamiento es debido a que dentro de la region del estado
principal de OMM (por ejemplo la OMM 3!) se encuentra una zona de multiplicidad
de soluciones o histéresis (como la 3!/3! presentada dentro del estado principal 31)
que complica la determinacién del ordenamiento de las transiciones. Sin embargo, los
estados principales y secundarios de OMMs que se muestran en este diagrama siguen
apareciendo ordenados de acuerdo a una secuencia de Farey.

La construcciéon de modelos empirico (basados en RNAs) como el presentado aqui,
permite la caracterizacion del comportamiento de sistemas dindmicos no-lineales. Los
meéritos de este tipo de metodologias han sido ilustrados para un sistema electroquimi-
co tipico en un régimen con soluciones del tipo de oscilaciones de modo mixto. La
concordancia entre el comportamiento dinimico experimental y el predicho por la red
es cualitativamente muy buena en una regién amplia del espacio de dos parametros
(I contra Cl), aunque solo existe concordancia cuantitativa para algunas regiones de
este espacio.

Con las representaciones discretas (como las usadas aqui), s6lo es posible estudiar
bifurcaciones locales en los sistemas que presentan comportamiento periédico com-
plejo. Esta manera de atacar el problema no permite estudiar las bifurcaciones de
estados estacionarios ni las bifurcaciones globales. Una descripcion completa del com-
portamiento dindmico (incluyendo bifurcaciones de estados estacionarios y estructuras
en el espacio fase) solo se puede capturar con un modelo dindmico continuo (modelo

de ecuaciones diferenciales ordinarias) como el que se presenta a continuacion.
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4.2 Construccidn de un modelo continuo

Aqui se aplica una metodologia para la construcciéon de modelos continuos (conjunto
de EDOs) a partir de mediciones experimentales de una sola variable de estado en un
sistema continuo. La metodologia se presenta en dos etapas: un procesamiento previo
de los datos y la construccion del modelo. La primera etapa (procesamiento) es equi-
valente a la reconstruccion del comportamiento del sistema en el espacio-fase [55, 43].
La segunda etapa resulta al suponer que las series de tiempo obtenidas de la recons-
truccion del espacio-fase, son el resultado de la integracion numérica de un conjunto
de EDOs que describen el comportamiento dinamico observado experimentalmente.
De esta manera el lado derecho del conjunto de EDOs puede ser aproximado usando

RNAs, tal como se explico en el Capitulo 3.

4.2.1 Reconstruccion del espacio-fase (obtencion de CPNLs)

Para reconstruir el comportamiento del sistema en el espacio-fase, partiendo de las
series de tiempo de una sola variable de estado, se hace uso de la técnica denominada
analisis de Componentes Principales No-Lineales (CPNLs) [9, 30, 52, 59]. Esta téc-
nica es similar a la técnica estandar de Componentes Principales Lineales (CPLs) en
procesamiento de sefiales propuesta por Broomhead y King [5]. Para el analisis de
CPLs se dispone de una teoria establecida y bien desarrollada, mientras que el anéli-
sis de CPNLs esta basado, principalmente, en reglas heuristicas y propiedades muy
generales (aproximadores universales) de RNAs. Por ello, la manera en que el analisis
de CPNLs relaciona el espacio-fase original no esta bien entendida, sin embargo, la
calidad de la reconstruccién es muy superior a la obtenida con el uso de CPLs.

El procedimiento usual, en el analisis de CPNLs, involucra entrenar una RNA de
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alimentacion hacia adelante para aprender el mapa identidad, es decir, que aproxime
sus propias entradas (auto-asociacion). Dicha red consiste de 5 capas, de las cuales, la
capa intermedia (conocida como cuello de botella) tiene funcion de activacion lineal y
un niimero de nueronas menor al nimero de neuronas en la capa de entrda (y salida).
De esta manera, cuando se entrena la red, el nimero de neuronas en la capa cuello de
botella representa el nimero de CPNLs significantes, mientras que la capa de salida
constituye los datos filtrados.

Los resultados presentados aqui, fueron obtenidos con un identificador que tiene la
configuraciéon de RNA que se presenta en la Figura 4.5. A esta RNA se le denominara
RNA-CPNL. La eleccién de este identificador se hizo probando diferentes estructuras
de RNA (nimero de neuronas en cada capa), todas ellas de alimentacién hacia ade-
lante con 5 éapas (tres capas ocultas). Las capas de entrada y salida consistieron
de un vector de 20 elementos y el objetivo del entrenamiento de esta red fue apro-
ximar el mapa identidad (auto-asociacion). Es decir, los vectores de entrada/salida
fueron construidos con el mismo segmento de 20 mediciones atrasadas (19 intervalos
de tiempo) de la serie de tiempo, lo cual represent6 un segmento de 0.79167 segundos
(ver el Apéndice A para los detalles de la velocidad de muestreo). Este segmento de
20 elementos se escogié de una manera empirica. Las capas ocultas de la RNA final
estuvieron formadas de la siguiente manera: la primera (capa inferior) sirvié para
transformar los segmentos de la serie de tiempo en CPNLs (codificador) y consistio
de 10 neuronas con funcién de activacion no-lineal del tipo sigmoidal; la segunda (ca-
pa intermedia o cuello de botella) consisti6 de 3 neuronas con funci6én de activaciéon
lineal y representé el espacio-fase de CPNLs; la tercera (capa superior) sirvi6 para

transformar los CPNLs en segmentos de series de tiempo (decodificador) y consisti6
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Figura 4.5: Estructura de RNA utilizada para construir el espacio-fase en CPNLs.

de 10 neuronas con funcién de activacion no-lineal del tipo sigmoidal.

Los valores de salida de las neuronas en la capa cuello de botella fueron los CPNLs
buscados (obtenidos una vez que se alcanz6 convergencia en el entrenamiento de la
red). El nimero de neuronas en dicha capa (tres) se escogié tomando en cuenta
que se necesita al menos un espacio-fase tridimensional para poder reproducir el
comportamiento de OMMs. Se construyeron series de tiempo en CPNLs “deslizando”,
el vector de entrada (y salida) de la RNA-CPNLs, 3 intervalos de muestreo por vez.
El deslizamiento estuvo basado en criterios empiricos. Esto representa un intervalo de
tiempo de 0.125 segundos entre puntos de la serie de tiempo de los CPNLs. Es decir,
los CPNLs pueden suponerse como el resultado de la integraciéon de un conjunto de
EDOs con un incremento de tiempo de 0.125 segundos.

El proceso de entrenamiento de la RNA-CPNL se llevé a cabo de la forma como

se explico en la Seccion 3.1, para el entrenamiento de mapas. El nimero de vectores
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Tabla 4.3: Informacion de los datos experimentales usados para construir el conjunto
de entrenamiento de la RNA-CPNL. Consta de 2225 puntos.
Cl=0.004 M| 0.005M | 0.006 M
Exp. pts. Exp. pts. || Exp. pts.
01 100 17 75 29 75
09 100 20 200 | 32 250
10 100 21 150 || 34 150
13 150 24 100 || 40 130
26 120 | 41 150
27 175 | 42 200

usados en el conjunto de entrenamiento se eligié tomando en consideracion un criterio
basado en el compromiso que existe entre la calidad (eliminacién de ruido y forma
cualitativa de los atractores) de los atractores reconstruidos y el tiempo de entre-
namiento. Ademéas se tomaron en cuenta la calidad de las predicciones obtenidas
con la RNA-MPM del apartado anterior. Estos criterios condujeron a probar va-
rios conjuntos de entrenamiento. De esta manera, el conjunto de entrenamiento final
(Tabla 4.1) fue construido con datos de 16 diferentes series de tiempo de un total de
61 series disponibles (ver la Figura A.2). El conjunto de prueba se construy6 con sélo
3 series de tiempo, debido a que este conjunto fue usado sélo para dar un estimado
(no fue definitivo) del punto en el que se deberia detener el entrenamiento. Cada
vector en el conjunto de entrenamiento (prueba) consistié de 20 elementos (ya que el
vector de entradas es exactamente igual al de salidas). Estos datos fueron escalados
en el rango [—0.9,+0.9] debido a que la funcion de transferencia nodal de la RNA
requiere de pesos infinitamente grandes para alcanzar valores de —1.0 6 +1.0.

La eleccion de las series de tiempo utilizadas, en el conjunto de entrenamiento,
y el nimero de vectores tomados de cada serie elegida, se llevé a cabo tomando los

siguientes criterios. Estos criterios se enumeran en orden de prioridad.
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1. Tomar solamente series de tiempo pertenecientes a los cortes de cloro 0.004,
0.005 y 0.006 M. En estos cortes se obtienen resultados de mayor calidad (basa-
do en la predicciones del modelo RNA-MPM), va que se tienen series experi-

mentales mejor definidas.

2. Tomar las series de tiempo que presentar6n OMMs bien definidas. Por ejemplo,

las OMMs 1°, 11, 211, 13 etc.

3. Tomar las series de tiempo con menos ruido. Por ejemplo, las series de tiempo
09 y 10 representan OMMs 1! en el corte Cl = 0.004 M, de las cuales se eligi6

la serie 10 que tiene menos ruido.

4. Tomar un nimero igual de periodos.

El proceso de entrenamiento se inicié asignando los parametros de la RNA aleato-
riamente en un rango de [—0.2,40.2]. Se entrenaron varias RNAs con diferentes
parametros de inicio. La que mejores resultados presentd, requirié de 50 ciclos com-
pletos del gradiente conjugado (cada ciclo consistié de 503 pasos o iteraciones) para
alcanzar convergencia en el entrenamiento. El error (estandarizado) al final del en-
trenamiento fue de 0.008375 (calculado con las Ecuaciones3.4 y 4.2).

La RNA-CPNL, ya entrenada, se utiliz6 para extraer las series de tiempo en
CPNLs. Para esto se utilizo solamente la parte inferior de la RNA-CPNLs (codifi-
cador). En la Figura 4.6 se representan algunos resultados obtenidos al extraer los
CPNLs a partir de las series de tiempo experimentales. Los resultados obtenidos
quedaron escalados en un rango [—0.9,+0.9]. Las graficas se presentan en el espacio-

fase del CPNL1 contra el CPNL2.
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CPNL2

CPNL1

Figura 4.6: Algunas series de tiempo experimentales representadas en el espacio-
fase de los CPNLs. La columna de la izquierda son atractores para Cl = 0.004 M; la
columna central, para Cl = 0.005 M; y la derecha, para Cl = 0.006 M. Los valores
de I son como sigue: 02(I = 1.3); 03(1.26); 09(1.16); 10(1.11); 11(0.91); 13(0.871);
17(2.5); 20(1.52); 21(1.5); 24(1.32); 26(1.21); 27(1.07); 29(2.5); 32(1.73); 30(1.71);
34(1.65); 39(1.49); 40(1.44)
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4.2.2 Modelo de Identificacion

Con las series de tiempo de los CPNLs se procede a construir un modelo dindmico

continuo tridimensional de la forma:

4PL = £,(CP;CLI)

LE2 = f(CP;CLI) (4.3)
©PI = f4(CP;CL 1)

donde CP representa el vector de CPNLs (CP1, CP2y CP3), C! e I son nuevamente
los valores de los parametros de operacién. El vector de funciones del lado derecho,
f(CP;Cl, 1) representa una estructura de modelo no-lineal, la cual es aproximada
con un modelo continuo basado en RNAs, al que se le denominarda RNA-EDO.

Los resultados presentados aqui, fueron obtenidos con un identificador que tiene
la configuracién de RNA que se presenta en la Figura 4.7. Dicho identificador con-
sisti6 de una RNA de alimentacién hacia adelante con 4 capas (dos capas ocultas).
Conteniendo 5 neuronas en la capa de entrada: 2 para los pardmetros de operacién y
3 para el vector de CPNLs. En la capa de salida se tuvieron 3 neuronas con funcién
de activacién lineal, para predecir la derivada temporal de cada CPNL. Cada capa
oculta consistié de 10 neuronas con funcién de activaciéon no-lineal del tipo sigmoidal.

Antes de elegir la conﬁguraéi()n final, se intentaron diferentes estructuras de RNAs.
Todas estas configuraciones fueron: de alimentacion hacia adelante de cuatro capas;
con el mismo nimero de neuronas en cada capa oculta; funcién de activacion no-lineal
del tipo sigmoidal; tres neuronas en la capa de salida; y cinco neuronas en la capa
de entrada. La diferencia entre todas las configuraciones intentadas, fue el nimero

de neuronas en las capas ocultas. Se intentaron configuraciones con 8, 9, 10, 11 y
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Figura 4.7: Estructura de RNA utilizada para aprozimar un conjunto de EDOs con
datos de CPNLs.

12 neuronas. Las RNAs con mayor nimero de neuronas ocultas presentaron mejores
capacidades predictivas a largo plazo, pero el tiempo de entrenamiento fue mayor,
y viceversa. De esta manera, se escogi6 una RNA con 10 neuronas ocultas, para
mantener un equilibrio entre la calidad de las predicciones a largo plazo y el tiempo
de entrenamiento.

El entrenamiento de la RNA-EDO se llevé acabo de la misma forma como se
explicé en la Secciéon 3.2. Los conjunto de entrenamiento y prueba se construyeron
exactamente con las mismas series de tiempo usadas en el entrenamiento de la red de
CPNLs (ver la Tabla 4.3), s6lo que ahora las series de tiempo fueron en CPNLs. Cada
vector en el conjunto de entrenamiento (prueba) consistié de 8 elementos (5 entradas
y 3 salidas). El intervalo de tiempo que se utilizo en la integracién de la RNA-EDO
fue de 0.125 segundos. No fue necesario escalar las series de tiempo en CPNLs, ya
que se tenian presentes en el rango [—0.9, +0.9].

El proceso de entrenamiento se inicié asignandole parametros a la RNA-EDO
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en forma aleatoria en un rango de [~0.2,+0.2]. Se entrenaron varias RNAs con
diferentes parametros de inicio. La que mejores resultados present6, necesité de 100
ciclos completos del gradiente conjugado (cada ciclo con 203 pasos o iteraciones)
para alcanzar convergencia en el entrenamiento. El error (estandarizado) al final del

entrenamiento fue de 0.01327 (calculado con las Ecuaciones3.13 y 4.2).

4.2.3 Andlisis de resultados

En la Figura 4.8 se presenta la comparacion de algunas series de tiempo originales
contra las predichas a largo plazo por la RNA-EDO. Las series de tiempo predichas
se obtuvieron de la siguiente manera: la RNA-EDO se integra a largo plazo de donde
se obtienen series de tiempo en CPNLs; después cada punto de estas series en CPNLs
se procesa a través de la parte superior de la RNA-CNPLs (decodificador) para ge-
nerar un punto en la serie de tiempo del potencial (se desechan 19 de los 20 puntos
generados).

Las graficas de la figura muestran que la RNA-EDO ha capturado adecuadamente
la forma cualitativa de las oscilaciones, asi como la amplitud y frecuencia de éstas.
Estos resultados dan la confianza de que la RNA-EDO ha capturado, adecuadamente,
también la secuencia de transiciones e inestabilidades que se presentan en los datos
experimentales.

En la Figura 4.9 se presenta un diagrama de bifurcaciones en un parimetro (la
intensidad de corriente) predicho por el modelo RNA-EDO correspondiente a un valor
de Cl = 0.004 M. El modelo predice que para valores bajos de I se tiene solamente
un punto fijo estable, el cual pierde su estabilidad por medio de una bifurcacién de

de Hopf subcritica (punto A) en un valor de I = 0.6473 mA. El estado estacionario
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Figura 4.9: Diagrama general de bifurcaciones en un pardmetro (I) predicho por la
RNA-EDO.




Caracterizacion de OMMs 4.2 Construccién de un modelo continuo

y la solucién periédica no se encuentran en los datos experimentales. Las solucién
periédica, que se abre en la bifurcacién de Hopf, es inestable y de amplitud pequena,
la cual gana estabilidad por medio de una bifurcacién de nodo-punto de silla (punto
B) a un valor de I = 0.1210 mA. La solucion peritdica estable (de amplitud pequeiia)
se pierde a un valor de I = 0.7783 mA por medio de una cascada de bifurcaciones de
doble periodo (punto C) que da lugar a un escenario de OMMs. Al aumentar el valor
de I también crece la amplitud de la oscilacién periddica inestable la cual encuentra
una bifurcaciéon de nodo-punto de silla pero se mantiene inestable. Después vuelve a
encontrar otra bifurcacion de nodo-punto de silla (punto D) a un valor de I = 1.2484
mA en donde gana estabilidad y continia aumentando de amplitud mientras aumenta
el valor del parametro de operacion. La solucién periédica estable de amplitud grande
que se encuentra en valores de I mayores de 1.2484 mA corresponde a las series de
tiempo de amplitud grande que se encuentran en los datos experimentales, es decir
la OMM 1°. Mientras que la solucion periédica estable de amplitud pequena que se
encuentra a valores de I menores de 0.7783 mA corresponde a la OMM 0%, de la cual
no se tienen datos experimentales. La zona comprendida entre los puntos C y D es
donde se encuentran todo el escenario de OMMs (...,13,12,1%,21 3!, ...). Esta zona
esta acorde con las observaciones experimentales. La secuencia de bifurcaciones que
se presenta en la figura es para un valor de Cl = 0.004 M, pero este comportamiento
también se observa para cualquier valor de Cl dentro del rango de interés (0.004 a
0.006 M). Como puede observarse, el modelo RNA-EDO predice una conexion entre
la OMM 0! y la 1° a través de una rama de soluciones periédicas inestables (linea de
circulos entre los puntos C y D). Por el momento se esta ante un nuevo descubrimiento

en el estudio de OMMs, ya que dicha conexi6én no se ha reportado en la literatura.
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Sin embargo, esta afirmacién no es definitiva pues se presume que la conexién es
el resultado de un cambio de soluciones, por parte del software utilizado, en una
region de bifurcaciones globales. Para corroborar este resultado, es necesario hacer
un estudio meticuloso de la dinamica global del sistema a lo largo de la rama de
soluciones periodicas inestables, lo cual no es nada trivial. De cualquier manera, se
seguira trabajando en este rubro.

En la Figura 4.10 se presenta un diagrama general de bifurcaciones en dos para-
metros (intensidad de corriente contra concentracion de iones cloro). En la grafica
solamente se muestran tres estados principales de OMMs (0!, 11y 1%). La linea de
bifurcacién inferior representa la continuacién (en dos parametros) del punto de bi-
furcacion de doble periodo que se encuentra etiquetado como “C” en la Figura 4.9,
mientras que la linea de bifurcacién superior representa la continuacion del punto de
bifurcacién nodo-punto de silla que se encuentra etiquetado como “D” en la Figura 4.9.
Las lineas intermedias son la continuaciéon (en dos parametros) de las bifurcaciones
que limitan la OMM 1'. Como puede apreciarse, la OMM 1! comienza en valores
bajos de I por medio de una bifurcacién de nodo-punto de silla y termina en valores
altos de I por medio de una cascada de bifurcaciones de doble periodo. Los otros
estados de OMMs (...,1%,2},3!,... ) se encuentran en las zonas sombreadas de la
figura. Dichos estados de OMMs, aunque no se muestran en la figura, presentan
un comportamiento similar al del estado de OMM 1!. Estos resultados concuerdan
satisfactoriamente con los presentados en la literatura, los cuales son caracterizados

como pertenecientes a una secuencia Farey de OMMs.
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Figura 4.10: Diagrama general de bifurcaciones en dos pardmetros (I contra Cl)
predicho por la RNA-EDO.

81



5. Caracterizaciéon de un proceso

espacio-temporal

El ejemplo presentado aqui pretende demostrar los méritos que tienen los modelos
basados en RNAs para capturar la dindmica de largo plazo en sistemas con variaciones
espacio-temporales de las denominadas ondas viajeras. Sin embargo, cuando la EDP
se conoce, las RNAs también pueden ser usadas para aproximar numéricamente sus
soluciones [36].

Para ejemplificar la aplicabilidad del algoritmo presentado en la Seccion 3.3, con-
sidérese la Ecuacién de Kuramoto-Sivashinsky (Apéndice B). Los datos para la ilus-
tracién han sido muestreados a partir de la soluciéon de esta EDP en un valor del
parametro o = 15, evaluados en 21 posiciones equidistantes del rango espacial de
interés. Para este valor de a la solucién de la Ecuacién de Kuramoto-Sivashinsky

presenta los dos diferentes atractores que se muestran en la Figura B.1.
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Caracterizacion de una EDP 5.1 RNA para la identificacion

5.1 RNA para la identificacion

El modelo dinamico, utilizado para la identificacién del comportamiento espacio-

temporal de la Ecuacién de Kuramoto-Sivashinsky, tiene la siguiente forma:

2
ouU (U, oU o*U U 64U) (5.1)

2t = F\V B 5 a0 e

donde la funcion del lado derecho, F'(-), representa una estructura de modelo no-lineal.
Esta estructura de modelo es aproximada por una RNA, la cual se denominara RNA-
KS, en relacién a la Ecuacion de Kuramoto-Sivashinsky.

Los resultados presentados aqui, fueron obtenidos con un identificador que tiene la
configuracién de RNA que se presenta en la Figura 5.1. Dicho identificador consistié
de una RNA de alimentacién hacia adelante con 4 capas. En la capa de entrada se
tuvieron 5 neuronas pertenecientes a las derivadas espaciales de la variable de estado
(el parametro o no aparece aqui ya que se mantuvo constante). En la capa de salida se
tuvo una neurona con funcién de activacién lineal, para predecir la derivada temporal
de la variable de estado. Cada capa oculta consisti6 de 8 neuronas con funcion de
activacién no-lineal del tipo sigmoidal.

Antes de elegir la configuracion final, se intentaron diferentes estructuras de RNAs.
Todas estas configuraciones fueron de RNAs de alimentacién hacia adelante de cuatro
capas, con el mismo nimero de neuronas en cada capa oculta; funcién de activacion
no-lineal del tipo sigmoidal; una neurona en la capa de salida (para %’tj—); y cinco
neuronas en la capa de entrada. En este caso se conoce la forma de la ecuacién fun-

damental y se decidi6 incluir todas las derivadas direccionales, pero esto no queda

restringido sélo a cinco (se pudo haber utilizado un nimero mayor). La diferencia
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Caracterizacién de una EDP 5.1 RNA para la identificacién

Figura 5.1: Estructura de RNA utilizada en la identificacion del proceso espacio-
temporal ezhibido por la Ecuacion de Kuramoto-Sivashinsky.

entre todas las configuraciones intentadas, fue el nimero de neuronas en las capas
ocultas. Se intentaron configuraciones con 4, 6, 7, 8, 9, 10, 11 y 12 neuronas. Las
RNAs con pocas neuronas ocultas (4, 6 y hasta 7 neuronas) presentaron pobres capaci-
dades predictivas a largo plazo y el tiempo de entrenamiento fue pequeiio. Mientras
que, las RNAs con demasiadas neuronas ocultas presentaron buenas capacidades pre-
dictivas, pero el tiempo de entrenamiento fue muy grande. De esta manera, se escogi6
una RNA con 8 neuronas ocultas, para mantener un equilibrio entre la calidad de las
predicciones a largo plazo y el tiempo de entrenamiento.

El entrenamiento de la RNA-KS se llev6 acabo de la misma forma como se ex-
plico en la Seccién 3.3. El conjunto de entrenamiento fue construido tomando en
consideracién un criterio basado en el compromiso que existe entre la calidad de las
predicciones a largo plazo y el tiempo de entrenamiento. De esta forma, el conjunto

de entrenamiento final fue construido con 600 mediciones a diferentes instantes en el
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tiempo. Cada medicion representd un vector de 42 puntos: 21 puntos en el vector de
entrada y 21 puntos en el vector de salida. El intervalo de muestreo entre los vectores
de entrada y salida del conjunto de entrenamiento fue de 0.0001 unidades de tiempo.
Esto significa, que 0.0001 unidades de tiempo fue el intervalo de tiempo utilizado en
la integracién. Entre dos mediciones consecutivas del conjunto de entrenamiento se
usaron diferentes intervalos de tiempo (no necesariamente 0.0001 unidades). Estas
mediciones se obtuvieron de trayectorias cercanas a los dos atractores que presenta
la Ecuacion KS en a = 15.0 (se tomaron 300 mediciones por cada atractor). Las en-
tradas de la RNA-KS fueron discretizadas utilizando diferencias finitas con un orden
de aproximacion O(AX*) (ver el Apéndice C). Lo cual permitié utilizar los datos del
conjunto de entrenamiento (y prueba) para evaluar la salida de la RNA-KS.

El proceso de entrenamiento se inici6 asignando los parametros de la RNA aleato-
riamente en un rango de [—0.2,+0.2]. Se entrenaron varias RNAs con diferentes
parametros de inicio. La que mejores resultados presentd, necesité de 13 ciclos com-
pletos del gradiente conjugado (cada ciclo con 129 pasos o iteraciones) para alcanzar
convergencia en el entrenamiento. El error (estandarizado) al final del entrenamiento

fue de 4.97 x 10~° (calculado con las Ecuaciones3.20 y 4.2).

5.2 Andlisis de resultados

Las solucién a largo plazo que se obtiene con el modelo RNA-KS, al igual que la
EKS, presenta dos atractores. Dichos atractores se denominaran A y B. En lo que
resta del capitulo, las figuras (A) seran relativas al atractor A y las figuras (B) serdn
relativas al atractor B. Recordando que una solucién a corto plazo involucra integrar

un sistema una sola iteracion, y largo plazo involucra integrar muchas iteraciones con
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Figura 5.2: Comparacion de soluciones a largo plazo reales contra las predicciones
hechas por la RNA-KS. Los estados U0 y U1 representan el valor de U en el nodo 0
y 1 respectivamente.

solo presentarle un punto inicial (ver la Seccion 2.1).

En la Figura 5.2 se presenta una comparacién (en el espacio-fase) de los atrac-
tores reales contra las predicciones obtenidas con el modelo RNA-KS. Los atractores
presentados son bien definidos, es decir, son las soluciones a largo plazo obtenidas
al integrar (la Ecuacién de Kuramoto-Sivashinsky y la RNA-KS) durante un tiem-
po muy grande hasta obtener convergencia. La concordancia cualitativa entre los
atractores predichos y los reales es muy buena, ya que el atractor predicho logra so-
breponerse con el atractor real. Dentro de la misma grafica se presenta otra grafica
que muestra el detalle de una regioén de la curva, para dar una idea del grado en que
se sobreponen estos atractores. De esta manera el modelo RNA-KS logra capturar en
forma extraordinaria la amplitud de los dos atractores (A y B).

En la Figura 5.3 se hace una comparacion en series de tiempo para el primer nodo

(U0). Al igual que en la figura anterior, las series de tiempo también son soluciones
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Figura 5.3: Comparacidn de las series de tiempo reales contra las predichas por la
RNA-KS.
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a largo plazo bien definidas. Las series de tiempo predichas por el modelo RNA-KS
son mas rapidas que las series de tiempo reales. Es decir, el tiempo de periodo de
las series de tiempo predichas (0.5431 unidades de tiempo en el atractor A y 0.5469
unidades de tiempo en el atractor B) es méas pequefio que el de las series reales (0.5483
unidades de tiempo en ambos atractores ). Sin embargo, la diferencia de los tiempos
de periodo apenas representan un 0.95% del tiempo real en el atractor A, y un 0.26%
en el atractor B. Tomando en cuenta que sélo se usaron unas cuantas mediciones para
construir el conjunto de estrenamiento, el modelo RNA-KS ha sido capaz de predecir
satisfactoriamente el tiempo de periodo para los dos atractores.

En la Figura 5.4 se presenta la comparacion de las ondas viajeras (espacio U — X)
reales contra las predichas por el modelo RNA-KS. La comparaci.()n es presentada en
los siguientes instantes del tiempo: ¢ = %T yt=T. Donde T es el tiempo de periodo
del atractor real y representa 0.5483 unidades de tiempo real (5483 iteraciones en la
integracion). Las ondas reales pertenecen a diferentes posiciones de los atractores que
se presentan en la Figura 5.2. Mientras que, las ondas predichas no pertenecen a un
atractor, pero si a una trayectoria muy cercana a dicho atractor. Dicha trayectoria
se determiné utilizando como punto inicial un punto sobre el atractor real, del cual
se estimé toda la trayectoria. De cualquier manera, las predicciones siguen siendo a
largo plazo, ya que si se toma en cuenta el incremento de tiempo (0.0001 unidades
de tiempo) en la integracion de las ecuaciones (EKS y la RNA-KS), se requirieron de
2742 iteraciones para alcanzar la onda del medio periodo (¢ = T y 5483 iteraciones
para alcanzar la onda en el periodo completo (¢ = T'). Nuevamente, las predicciones
de la RNA-KS son de muy buena calidad.

Debido a que en las figuras anteriores es dificil detectar las diferencias entre los
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Figura 5.4: Comparacidn de ondas viajeras reales contra las predichas por la RNA-
KSent= %T yt=T. La direccion X se representa por el nimero de nodo.
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atractores reales y predichos, en las figuras restantes se compara la propagacion de
errores porcentuales con respecto a la maxima amplitud del atractor (real). Los

errores son determinados con la siguiente formula:

T - U red.
error = —oreat = Upred 1 (5.2)

(Uma:r - Umin)real

donde Upnoz ¥ Umin son los valores maximo y minimo, respectivamente, que puede
tomar la variable de estado real U. En el Atractor A se tienen los valores: Upor =
4.5312 y Upin = —3.2109; mientras que en el Atractor B sus valores son: Uper =
3.2109 y Upin = —4.5312. De cualquier manera, para los efectos del cdlculo de errores,
la diferencia es la misma: Uypaz — Umin = 4.5312 — (=3.2109) = 3.2109 — (—4.5312) =
7.7421, lo cual permite hacer la comparacién en una misma base, que representa la
amplitud de la onda. La comparaciéon pudo hacerse con respecto a cualquier otra
base, sin embargo, se tomé la amplitud, ya que representa una propiedad importante
en prediccion de soluciones periédicas a largo plazo.

En la Figura 5.5 se presenta la propagacion de errores de los dos primeros nodos
(U0 y U1) a través del tiempo. Las series de tiempo utilizadas para calcular el error
fueron determinadas de la misma forma que en la figura anterior (la serie real es un
atractor definido y la serie predicha se calcula con un punto inicial sobre el atractor
real). Los errores comienzan con valores bajos y conforme transcurre el tiempo sus
valores tienden a crecer. Esto se debe a que el tiempo de periodo de los atractores
reales es diferente al de los atractores predichos (ver la Figura 5.3). Sin embargo, el
error apenas sobrepasa el 1%(en base a un ciclo de la onda).

En la Figura 5.6 se muestra la forma en que cambia el error con respecto a la
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Figura 5.5: Errores porcentuales a largo plazo (a través del tiempo) entre las series
reales y las predichas por la RNA-KS.
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por la RNA-KS.
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dimension espacial (X) en diferentes instantes del tiempo (t = {T,t=1T,t=3Ty
t =T). Las series de tiempo utilizadas para calcular el error fueron determinadas de
la misma forma que en la figura anterior (la serie real es un atractor definido y la serie
estimada se calcula con un punto inicial sobre el atractor real). Esta figura pretende
mostrar los errores (no apreciables) de la Figura 5.4. Las dos figuras mostradas
anteriormente no rebasan el 1.5% de error, lo cual es muy alentador sabiendo que se
trata de soluciones a largo plazo.

Por ultimo, en la Figura 5.7 se presenta una comparacion de errores porcentuales a
corto plazo. Es decir, la RNA-KS solo predice el valor U un incremento de tiempo ha-
cia adelante. Esto significa que a la RNA-KS se le aliment6 con puntos pertenecientes
a un atractor real y, ésta estimo el siguiente punto sobre dicho atractor. En estas

figura el error no rebasa mas del 0.0015 % lo cual representa un excelente resultado.
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Figura 5.7: Errores porcentuales a corto plazo entre las series de tiempo reales y las
predichas por la RNA-KS.
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6. Discusion y Conclusiones

Aqui se utilizaron los modelos de RNAs en la identificacion de sistemas dindmicos
continuos (sistemas de parametros agrupados y de parametros distribuidos) que pre-
sentan comportamientos complejos. Estos modelos, posteriormente, fueron utilizados
para caracterizar, de manera exitosa, el comportamiento dinamico de los sistemas
originales. La caracterizacion estuvo basada, principalmente, en predicciones a largo
plazo que ayudaron a entender de manera clara y compacta las transiciones (bifurca-
ciones) e inestabilidades del proceso real. Sin embargo, los modelos obtenidos no sélo
pueden ser usados en la caracterizacion de los sistemas, sino que también, pueden ser
utilizados en el disefio preliminar de equipo y sistemas de control; pueden ayudar en la
optimizacién del proceso, o pueden asistir en el diseno de nuevos experimentos (para
mejorar la caracterizacion o explorar regiones dificiles de experimentar como son los
escenarios de multiplicidad). De cualquier forma, la metodologia de identificacion de
sistemas dinamicos ejemplificada aqui, no sustituye los esfuerzos de identificacién de
sistemas basada en principios fundamentales.

En el Capitulo 4 se aplicaron los algoritmos presentados en las Secciones 3.1y 3.2
en la identificacion de los datos experimentales de un proceso continuo que presen-

ta comportamiento complejo de OMMs. El procesamiento de los datos sirvi6 como
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un punto de arranque para: determinar la dimension del modelo ajustado, filtrar el
ruido contenido en los datos experimentales y reducir sustancialmente los datos. Es
importante recalcar que el adecuado procesamiento de los datos experimentales es
determinante en el éxito de las aproximaciones. Los resultados obtenidos con los dos
modelos (MPMs y EDOs) son apropiados para caracterizar el escenario de transi-
ciones presentes en los datos experimentales. Las predicciones obtenidas con estos
modelos son muy parecidas, en el sentido de la secuencia de bifurcaciones locales. La
diferencia es que el modelo discreto de MPMs no es capaz de predecir la presencia de
estados estacionarios, mientras que el modelo continuo de EDOs si lo hace, ademas de
poder predecir la forma como empiezan a generarse las OMMs a partir de los estados
estacionarios. Como trabajo futuro se propone explorar, de manera mas meticulosa,
la dinamica (local y global) del modelo continuo ya obtenido. Con esto se pretende
conocer mas sobre los fenémenos generadores del comportamiento de OMMs, para
posteriormente utilizarlos como guia en los modelos basados en principios basicos, y
para la realizacion de experimentos adicionales que permitan corroborar algunas de
las predicciones que en la base de datos actual no se observan (como lo es la prediccion
de una bifurcacién de Hopf subcritica a valores bajos de la intensidad de corriente).

En el Capitulo 5 se le di6 una aplicacién practica al algoritmo basado en RNAs
para la identificacién de sistemas espacio-temporales que fue propuesto en la Seccion
3.3. La base de la implementacién fue el uso de diferencias finitas acopladas con
la RNA e incrustadas en esquemas de integracion numérica (método de lineas), para
crear la estructura del identificador, lo cual permitié la formulacién del entrenamiento
de la red basada en mediciones equidistantes de la variable de estado. La aplicacion

fue ejemplificada con datos obtenidos de la integracion de la EKS sin tomar en cuenta
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la dependencia del parametro de operacion (). Es decir, los datos fueron obtenidos
s6lo para un valor del parametro de operacion donde la EKS presenta comportamiento
complicado: ondas viajeras y multiplicidad de soluciones. Los resultados obtenidos
con esta implementacién fueron de excelente calidad para los diferentes atractores
que presenta el sistema original (EKS). Una extension natural de este trabajo es
la caracterizacion del escenario de transiciones cuando el parimetro de operacion
es modificado. Para esto es necesario entrenar nuevas RNAs, en las que se incluya
el parametro de operacion en la entrada de la RNA. Esto permitira predecir los
diferentes tipos de bifurcaciones presentes en el sistema y dara idea de las capacidades
predictivas de las RNAs en escenarios de bifurcaciones en sistemas espacio-temporales.
Sin embargo, este trabajo requiere de grandes cantidades de datos en el proceso de
identificacién, lo cual se transforma en excesivos tiempos de ejecucion en el proceso de
entrenamiento. Esta desventaja puede eliminarse implementando otras alternativas
de integracion (por ejemplo, métodos espectrales); implementacién de algoritmos en
paralelo, o simplemente utilizar mejores equipos de cémputo.

En cualquier caso, de los presentados aqui, la metodologia de identificacién esta
basada en predicciones a corto plazo, mientras que los resultados en la caracterizacion
(secuencia de bifurcaciones) de los sistemas esta basada inicamente en predicciones
a largo plazo. En trabajos futuros se buscard implementar nuevos métodos de iden-
tificacién que tomen en cuenta las predicciones a largo plazo, la forma estructural
de los atractores o explorando las propiedades dinadmicas de RNAs recurrentes. De
esta manera se busca agilizar los procesos de entrenamiento y predecir de manera to-
davia mas clara y exacta los escenarios de bifurcaciones presentes en las observaciones

experimentales.
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En el proceso de entrenamiento de RNAs, los tiempos de ejecucion del entre-
namiento son demasiado grandes, debido a la estructura misma de la RNA (contiene
un ntmero muy grande de pardmetros ajustables). Una alternativa, para reducir
al maximo estos tiempos, es la implementacion en paralelo de los algoritmos de en-
trenamiento de las RNAs que simulan el comportamiento dindmico de sistemas. En
trabajos futuros se pretende explorar esta alternativa ya que representa una de las mas
promisorias posibilidades para el entrenamiento de RNAs hacia implementaciones en
linea y en tiempo real.

A continuacion se presentan las conclusiones mas importantes del presente trabajo.

Los modelos de RNAs son capaces de capturar la dindmica de largo plazo en

sistemas que presentan comportamiento dindmico complejo.

e Gran parte del éxito de las aproximaciones depende de un adecuado preproce-

samiento de los datos experimentales.

e El éxito de las predicciones a largo plazo, ain cuando el modelo se entrene
basado en predicciones a corto plazo, se logra asignandole a la RNA, durante el

entrenamiento, datos pertenecientes a trayectorias cercanas a los atractores.

e La caracterizacion se puede llevar a cabo atin cuando se le presente a la RNA,

durante el entrenamiento, informacion parcial de la dindmica del proceso.

o Los dos modelos presentados para la caracterizacién de las OMMs predicen un

estado 0! que no se encuentra en las observaciones experimentales.

¢ El modelo continuo, para la caracterizaciéon de OMMs, es capaz de predecir un
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estado estacionario en valores bajos de intensidad de corriente, el cual desa-

parece por medio de una bifurcacién de Hopf subcritica.

e El modelo continuo, para la caracterizacién de OMMs, predice que los estados de
OMMs 0! y 1° estan conectados (Figura 4.9) por medio de una 6rbita periddica

inestable.

e El modelo discreto, para la caracterizacion de OMMs, predice algunas regiones

de “histéresis”, mientras que el modelo continuo no lo hace.

q9
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A. Oxidacién galvanostatica de

hidrégeno

En este apéndice se presentan datos experimentales de mediciones de potencial (E)
del proceso de oxidacion de hidrégeno en la presencia de iones bismuto y cloro bajo
condiciones galvanostaticas sobre una superficie de platino como catalizador. Los
experimentos fueron realizados por W. Wolf, M. Liibke y M. Eiswirth del Fritz-Haber-
Institut der Max-Planck-Gesellschaft en Berlin, Alemania, a quienes se les agradece
su colaboracién en este proyecto. Informacion adicional acerca del comportamiento
experimental en la oxidacion de hidrégeno sobre platino, puede ser encontrada en [31,
65, 33].

La reaccion quimica de interés es:
2H; + Oz — 2H,0 + 2e”

El comportamiento oscilatorio en el proceso de oxidacién de H; en electrodos de
platino fue estudiado por vez primera por Horanyi y Visy [21]. Ellos encontraron que
esta reaccion exhibe oscilaciones bajo condiciones galvanostaticas (pero no poten-

ciostaticas) en la presencia de diferente electroadsorcion de iones metélicos y fueron
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los primeros en proponer un mecanismo intuitivo para describir las oscilaciones. Este
mecanismo toma en cuenta la presencia de iones metalicos, dejando a un lado la pre-
sencia de los no metalicos. Modelos basados en la idea de Horanyi y Visy [21] se
han construido, a base de principios basicos, para predecir comportamiento oscila-
torio [27, 66]. Recientemente Krischer y col. [31, 33] han mostrado que el efecto de
los iones no-metalicos juega un papel esencial en la ocurrencia de las oscilaciones,
logrando asi un modelo matematico (muy simplificado), basado en principios fun-
damentales, que predice comportamiento de OMMs, aunque un modelo matematico

completamente satisfactorio todavia no ha sido propuesto.

A.1 Arreglo Experimental

El reactor donde se llevé a cabo la reaccién fue una celda electroquimica convencional
que consisti6 en un arreglo de 3 electrodos colocado en un matraz de 3 bocas (Figura
A.1). Un alambre de platino rotatorio en el interior de un cilindro central funcioné
como electrodo de trabajo; en un cilindro lateral se colocé una vara de platino de 25 cm?
de area superficial que funcioné como contra-electrodo, y en el otro cilindro se colocé
un electrodo de referencia compuesto de Hg/Hg,SO,. La velocidad de rotacion del
electrodo de trabajo y la temperatura de operacion se mantuvieron constantes durante
las éorridas experimentales.

El electrolito consistié de una solucion 1 M de HCIO, a la cual se le adicionaron
pequefias concentraciones de iones bismuto y cloro. Durante las mediciones el H; fue
burbujeado continuamente a través de la solucion agitada, hasta lograr saturarla con
éste. La deposicién repetida y la disolucion subsecuente de bismuto mejoro la repro-

ducibilidad de las oscilaciones [25, 32]. El potencial fue medido entre el electrodo de
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Almacenamiento de datos

0D L

electrodo tra-
electrodo de [o) de trabajo ef:c';r:io

referencia
(Hg/HgSQ\) 0O @ g
Bi3+
o
~ CI-
E 1M HCIO4

Agitador magnético

Figura A.1: Esquema del arreglo ezperimental de la oxidacion galvanostdtica de H,
sobre electrodos de Pt.

trabajo y el electrodo de referencia con una frecuencia de 24 Hz (0.0417 segundos
entre mediciones) y sus senales fueron digitalizadas y almacenadas en una microcom-
putadora para el analisis de los datos. Detalles adicionales acerca de la organizacién
y preparacion de los electrodos se encuentran en (3, 11, 32, 31}.

Bajo estas condiciones la variable de estado que se midi6 fue el potencial (E)
en mV. Ademais, se tienen los siguientes parametros de operacién: la intensidad de
corriente aplicada (I) en mA; la concentracién de iones bismuto ([Bi**}) en mol/l, y
la concentracién de iones cloro ([Cl~]) en mol/I.

Las observaciones estudiadas en el presente trabajo involucran el escenario de tran-
siciones observadas cuando sélo dos parametros de operacién (la corriente aplicada
y la concentracién de iones cloro) fueron modificados, mientras que la concentracién

de iones bismuto fue mantenida constante en un valor 1 x 10~* M. En la Figura A.2
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Figura A.2: Escenario de las corridas ezperimentales para una concentracion de
iones bismuto de 1 x 10~* M. Cl representa la concentracidn de iones cloro, [Cl™],
en mol/l e I representa la intensidad de corriente aplicada en mA.
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se presenta un escenario esperimental en los dos parametros de operacién utiliza-
dos. En la Figura A.2 solo se presentan los experimentos que fueron usados en el
proceso de caracterizacion con las RNAs. En este escenario faltan los experimentos
etiquetados desde el nimero 57 al 79 que no se usaron en la identificacion. En el
escenario mostrado, el rango en la concentracion de iones Cl™ va desde 4 x 1073 has-
ta 1 x 1072 M (rango muy estrecho), sin embargo, se observa una gran variedad de

OMMs y comportamiento caético.

A.2 Observaciones Experimentales

En la Figura A.3 se presenta series de tiempo experimentales tipicas del compor-
tamiento oscilatorio que presenta la oxidacion galvanostatica de Hj sobre electrodos
de Pt. En esta figura, cada columna de grificas representa experimentos para un
valor particular de la concentracién de iones cloro (corresponde a un corte perpendi-
cular en la Figura A.2). Asi, por ejemplo, la columna central presenta segmentos de
6 series de tiempo recolectadas a diferentes valores de la corriente aplicada para una
concentracién de iones cloro de 5 x 1073 M y corresponden a los experimentos sena-
lados como 17, 21, 24, 26, 27 y 28 en la Figura A.2. El comportamiento presentado
por esta columna de graficas se describe a continuacioén.

Para el valor de la corriente mas alto (I = 2.5mA) el sistema exhibe un atrac-
tor peridédico compuesto de oscilaciones de amplitud grande, todas ellas del mismo
tamaiio (una oscilacién de modo mixto del tipo 1°). Al disminuir la corriente a un
valor de 1.5mA, se observa un atractor periédico compuesto de dos oscilaciones de
amplitud grande seguidas de una oscilacién de amplitud pequefia (una OMM del tipo

21). Al seguir bajando la corriente hasta 1.32m.A se observa un atractor periodico
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Figura A.3: Series de tiempo ezperimentales tipicas de la ozidacion de Ha sobre
electrodos de Pt, recolectadas a una concentracion de iones bismuto de 1 x 1074 M.
Por conveniencia los resultados se reportan en unidades arbitrarias de potencial (E)
y para convertir a mV se aplica la siguiente formula: e(mV) = (E — 533)/3.
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compuesto de una oscilacion de amplitud grande seguida de una oscilacion de am-
plitud pequeiia (una OMM del tipo 1'). Si se sigue disminuyendo la corriente hasta
1.21 mA se encuentra un atractor perioédico compuesto de una oscilacion de amplitud
grande seguida por dos oscilaciones de amplitud pequeita (una OMM del tipo 1%).
Posteriormente, al disminuir hasta 1.07 mA se presenta otro atractor periodico com-
puesto de una oscilacién de amplitud grande seguida de tres oscilaciones de amplitud
pequeiia (una OMM del tipo 1°). Finalmente, para el valor més bajo de corriente
(1.0mA) se observa un atractor cadtico donde predominan las oscilaciones de ampli-
tud pequeiia. El experimento 28 es el dltimo para esta secuencia de experimentos,
pero se puede estimar que al seguir disminuyendo la corriente, se tendran solamente
oscilaciones de amplitud pequefia (una OMM del tipo 0%).

Observese que la secuencia de transiciones presentada, al variar la corriente desde
valores altos hasta valores bajos, es 19, 2!, 1!, 12, 13 y 0! (que no se tiene experi-
mentalmente). Entre los estados 1° y 2! se encuentran otros estados principales de
OMMs, los cuales presentan varias oscilaciones de amplitud grande seguidas de una
oscilacién de amplitud pequeiia, y entre los estados 13 y 0! se encuentran otros esta-
dos principales de OMMs que presentan una oscilacion de amplitud grande seguida de
varias oscilaciones de amplitud pequefia. Este mismo comportamiento es presentado

por las columas del lado izquierdo y derecho de la Figura A.3.
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B. Ecuacion de

Kuramoto-Sivashinsky

La Ecuacién de Kuramoto-Sivashinsky (EKS) describe la modelacién, en forma sim-
plificada, de flujo de liquidos en peliculas delgadas. Esta ecuacién surge del analisis
de perturbaciones de soluciones regulares cerca de inestabilidades para una amplia
variedad de escenarios fisicos. A la ecuacién se le da este nombre en honor a sus des-
cubridores, ya que fue obtenida independientemente por Kuramoto en 1976 [35] y por
Sivashinsky en 1977 [53]. Dicha ecuacién, en su version diferencial y adimensional,

tiene la siguiente forma:

A A A W
ot " ox: T *\"Yax Toaxz)

donde U representa la variable de estado y « representa el parametro de operacion.
En reacciones con difusién, U representa una perturbacién del frente plano de la fla-
ma inestable propagandose en la mezcla combustible-oxigeno y o es proporcional al
nimero de Lewis (difusividad térmica/difusividad maésica). Mientras que en la in-

terfase de peliculas delgadas de liquido fluyendo hacia abajo de un plano inclinado,
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U representa la altura de la interfase y o puede pensarse como el reciproco de la
tension superficial. En los dltimos afios, la EKS ha sido el punto de una amplia inves-
tigacion debido a su rico contenido dindmico manifestado en funcién del pardmetro
de operacién (tal como soluciones periédicas, homoclinicas y caéticas).

En el presente trabajo se ha escogido la EKS debido a que es una de las Ecuaciones
Diferenciales Parciales (EDPs) no-lineales mas simples que tiene un significado fisico,
ademas de su amplio contenido dindmico. Las soluciones de la EKS dependen en gran
medida de las condiciones de frontera que se tengan. Aqui se utilizaron condiciones
de frontera periédicas en el rango X € (0, 27], ya que con dichas condiciones siempre
se garantiza una solucién “suave” de la EKS [23].

Para resolver la EKS se utilizé el “método de lineas” tal como fue explicado en el
Capitulo 3 para el caso de RNAs. La integraci6n se realiz6 discretizando la dimensién
espacial (X) en 20 intervalos (21 nodos), y para este intervalo de X en particular se
utilizé6 un paso de integraciéon igual a 0.0001 unidades de tiempo (el integrador se
vuelve inestable cuando se aumenta un orden de magnitud en el paso de integracién).
El parametro de operacion (a) se mantuvo constante en un valor igual a 15, ya que
con este valor se obtienen, dependiendo de las condiciones iniciales, dos diferentes
atractores de ondas viajeras. Estos atractores se muestra en la Figura B.1 en el
espacio-fase bi-dimensional de U en el nodo 0 (U0) contra U en el nodo 1 (U1).
El nimero de pasos (0 iteraciones) necesarios para completar un ciclo (en cualquier
atractor) son 5483, es decir que cada atractor consta de 5484 puntos y el tiempo del
periodo (T') es de 0.5483 unidades de tiempo. Al primer atractor se le denominara
Atractor A v al segundo Atractor B. En lo que resta, las figuras (A ) seran relativas

al Atractor A y las figuras (B) seran relativas al Atractor B.
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Atractor A

u1

vo

Atractor B

u1

Figura B.1: Soluciones a largo plazo de la EKS, proyectadas sobre dos de las medi-
ciones del dominio espacial, para un valor del pardmetro a = 15 . Los estados UQ y
U1 representan el valor de U en el nodo 0 y 1 respectivamente.
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<Ir 1 L 1

0 5 10 15 20
X (ndmero de nodo)

m ] T T

— 0257

(B) —-050T
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) <N N | —-100T| -7 i
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'o 5 10 15 20
X (nimero de nodo)

Figura B.2: Evolucién de las ondas viajeras de la EKS en o = 15 para diferentes
instantes en el tiempo. La direccion X se representa por el nimero de nodo.
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En la Figura B.2 se muestra la evolucién de las onda viajera (en el espacio X —U)
a diferentes instantes de tiempo. La direccién X representa el nimero de nodo, en
lugar de su valor original que esta en el rango [0, 2r]. Las curvas representadas en la
Figura B.2 estan tomadas en los intantes ¢t = iT (T es el tiempo del periodo), t = %T,
t= %T y t =0 = T. En esta figura se puede observar la direccion de movimiento de
la onda viajera. Por ejemplo, la onda viajera del atractor A se mueve, a través del
tiempo, de izquierda a derecha, mientras que la onda viajera del atractor B se mueve

de derecha a izquierda.
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C. Integracion y Derivacion

Numérica

C.1 Integracion Numérica

Cuando se tiene un conjunto de EDOs :

o =F(U;p) (c1)

Se pueden utilizar métodos explicitos o implicitos para integrar el sistema en algin

intervalo de tiempo 7.

Runge-Kutta de 4° orden

Los integradores explicitos mas ampliamente usados pertenecen a la familia de inte-
gradores de Runge-Kutta. En particular Runge-Kutta de 4° orden es uno de los mas

robustos. El método esta dado por la siguiente férmula:

Ue = Ut + %(mk.1 4+ 2F2%_, +2F3_; + F4_) (C.2)
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donde:
Fli-, = F(Ui_i; )

F2,_; = F(Ur_1 +5FlLi_;; )
F3i1 = F(Ue1 +3F2,_ ;)
F4,_1 = F(Ug_y +7F3k_; )

FEuler Implicito

El método de Euler implicito es uno de los integrdores mas ampliamente usados en la

familia de los integradores impicitos. El método viene dado por la siguiente féormula:

-
Ugpr = Uk + 5 [F(Ug; 1) + F(Upya; p)]

C.2 Diferencias Finitas

Aqui se presentan las primeras cuatro derivadas aproximadas por medio de diferencias

finitas.

Sequndo Orden

dau ~ =Uis14+Ui4

ax /); =~ 24X

(ﬁl_f_) r Uim1—2Uit Uiy

dX2 i AX2 (C.3)
da3Uu ~ —Ui2+2Ui 1 —2Ui}1+Uiy2

ax3); ~ 2AX3

diU ~ Uioo—4U;i_14+6U;—4U;11+Uiq2

ax1); ~ AXA
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Cuarto Orden
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Ui 2—8Ui1+8U;41-Ui4o
124X

—Ui—24+16U;_1 —30U;+16U; 41 —U; 42
12AX2

Ui3—8U;i_3+13U;_ 1 —13U;4+1+8Uiq2—Uit3

(C.4)

8AX3
=U;i—3+12U; -2 —39U; -1 4+56U; —39U; 41 +12U; 40— Ui 3

6AX4
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